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physicist	  

•  The	  χ2	  method	  
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Sta$s$cs	  maEers!	  
•  To	  be	  a	  good	  physicist,	  one	  MUST	  understand	  Sta$s$cs:	  

–  “Our	  results	  were	  inconclusive,	  so	  we	  had	  to	  use	  Sta4s4cs”	  
	  O_en	  in	  that	  situa$on	  in	  HEP	  !	  

–  A	  good	  knowledge	  of	  Sta$s$cs	  allows	  you	  to	  make	  op1mal	  use	  of	  your	  	  
measurements,	  obtaining	  more	  precise	  results	  than	  your	  colleagues,	  other	  things	  
being	  equal	  

–  It	  is	  very	  easy	  to	  draw	  wrong	  inferences	  from	  your	  data,	  if	  you	  lack	  some	  basic	  
knowledge	  (it	  is	  easy	  regardless!)	  

–  Founda$onal	  Sta$s$cs	  issues	  play	  a	  role	  in	  our	  measurements,	  because	  different	  
sta$s$cal	  approaches	  provide	  different	  results	  

•  There	  is	  nothing	  wrong	  with	  this:	  the	  different	  results	  just	  answer	  different	  ques$ons	  
•  The	  problem	  usually	  is,	  what	  is	  the	  ques$on	  we	  should	  be	  asking	  ?	  	  
à Not	  always	  trivial	  to	  decide!	  

•  We	  also	  as	  scien$sts	  have	  a	  responsibility	  for	  the	  way	  we	  communicate	  our	  
results.	  Sloppy	  jargon,	  imprecise	  claims,	  probability-‐inversion	  statements	  are	  
bad.	  And	  who	  talks	  bad	  thinks	  bad	  !	  In	  the	  next	  slide	  I	  will	  make	  some	  
examples.	  

•  Then	  I	  will	  produce	  one	  real-‐life	  example	  in	  support	  of	  the	  general	  problem	  of	  
wrong	  inference	  due	  to	  insufficient	  knowledge.	  A	  couple	  more	  examples	  will	  
be	  given	  later	  on,	  while	  we	  deal	  with	  the	  topics	  of	  today’s	  lesson.	  



I’ve	  heard	  things	  that	  you	  humans...	  

“The	  measurement	  is	  0.124+-‐0.003,	  so	  the	  effect	  is	  a	  40-‐sigma	  proof	  of	  a	  non-‐null	  
value.”	  

They	  are	  all	  wrong/misstated/inconsistent.	  If	  you	  learn	  what	  is	  wrong	  with	  the	  above	  
statements	  in	  these	  16	  hours	  of	  course,	  you	  won’t	  have	  wasted	  your	  $me	  (we	  neither).	  
One	  addi$onal	  note:	  in	  the	  country	  of	  blindmen,	  the	  one-‐eyed	  guy	  is	  a	  king!	  
	  

“The	  probability	  that	  the	  standard	  model	  is	  correct,	  given	  the	  observed	  data,	  is	  0.0001.”	  
	  	  

	  
“I	  expected	  100	  +-‐10	  events,	  saw	  130.	  The	  probability	  that	  these	  events	  are	  all	  
background	  ones	  is	  thus	  0.0017,	  a	  three-‐sigma	  effect.”	  

“The	  cross	  sec$on	  is	  measured	  to	  be	  σ=1.5+-‐0.5	  pb,	  so	  this	  is	  a	  three-‐sigma	  
evidence	  of	  the	  process.”	  	  
“I	  tuned	  the	  selec$on	  by	  maximizing	  s/sqrt(b),	  so	  it	  is	  op$mized	  for	  discovery.”	  

“The	  upper	  95%	  limit	  is	  taken	  as	  the	  point	  where	  the	  cumula$ve	  of	  the	  
Likelihood	  func$on	  reaches	  the	  value	  of	  0.95.”	  	  

Can	  you	  recognize	  something	  wrong/misstated/against	  common	  prac$ce	  	  
in	  any	  of	  the	  sentences	  below?	  How	  many	  of	  these	  you’d	  cri$cize	  ?	  



Warm-‐up	  example	  1:	  Why	  it	  is	  crucial	  
to	  know	  basic	  sta$s$cal	  distribu$ons	  

•  I	  bet	  all	  of	  you	  know	  the	  expression,	  and	  at	  least	  the	  basic	  proper$es,	  of	  the	  following:	  
–  Gaussian	  (AKA	  Normal)	  distribu$on	  
–  Poisson	  distribu$on	  
–  Exponen$al	  distribu$on	  
–  Uniform	  distribu$on	  
–  Binomial	  and	  Mul$nomial	  distribu$on	  

•  A	  mediocre	  par$cle	  physicist	  can	  live	  a	  comfortable	  life	  without	  having	  other	  
distribu$ons	  at	  his	  or	  her	  finger$ps.	  However,	  I	  argue	  you	  should	  at	  the	  very	  least	  
recognize	  and	  understand	  :	  

–  Chisquare	  distribu$on	  
–  Compound	  Poisson	  distribu$on	  
–  Log-‐Normal	  distribu$on	  
–  Gamma	  distribu$on	  
–  Beta	  distribu$on	  
–  Cauchy	  distribu$on	  (AKA	  Breit-‐Wigner)	  
–  Laplace	  distribu$on	  
–  Fisher-‐Snedecor	  distribu$on	  

•  There	  are	  many	  other	  important	  distribu$ons	  –the	  list	  above	  is	  just	  a	  sample	  set.	  

•  We	  have	  beEer	  things	  to	  do	  than	  going	  through	  the	  proper$es	  of	  all	  these	  important	  
func$ons.	  However,	  most	  Sta$s$cs	  books	  discuss	  them	  carefully,	  for	  a	  good	  reason.	  	  

•  We	  can	  make	  at	  least	  just	  an	  example	  of	  the	  piLalls	  you	  may	  avoid	  by	  knowing	  they	  
exist!	  



The	  Poisson	  distribu$on	  
•  We	  all	  know	  what	  the	  Poisson	  distribu$on	  is:	  

–  The	  expecta$on	  value	  of	  a	  Poisson	  variable	  with	  mean	  μ	  is	  E(n)	  =	  µ	

–  its	  variance	  is	  V(n)	  =	  µ	


	  The	  Poisson	  is	  a	  discrete	  distribu$on.	  It	  describes	  the	  probability	  of	  gevng	  
exactly	  n	  events	  in	  a	  given	  $me,	  if	  these	  occur	  independently	  and	  randomly	  at	  
constant	  rate	  (in	  that	  given	  $me)	  μ	  

	  
Other	  fun	  facts:	  
	  
–  it	  is	  a	  limi$ng	  case	  of	  the	  Binomial	  [	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  ]	  	  for	  pà0,	  in	  the	  limit	  

of	  large	  N	  
–  it	  converges	  to	  the	  Normal	  for	  large	  µ	
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The	  Compound	  Poisson	  distribu$on	  

•  Less	  known	  is	  the	  compound	  Poisson	  distribu1on,	  which	  describes	  the	  
sum	  of	  N	  Poisson	  variables,	  all	  of	  mean	  µ,	  when	  N	  is	  also	  a	  Poisson	  
variable	  of	  mean	  λ:	  

–  Obviously	  the	  expecta$on	  value	  is	  E(n)=λµ	

–  The	  variance	  is	  V(n)	  =	  λµ(1+µ)	  

•  One	  seldom	  has	  to	  do	  with	  this	  distribu$on	  in	  prac$ce.	  Yet	  I	  will	  make	  the	  
point	  that	  it	  is	  necessary	  for	  a	  physicist	  to	  know	  it	  exists,	  and	  to	  recognize	  
it	  is	  different	  from	  the	  simple	  Poisson	  distribu$on.	  

	   	   	   	  Why	  ?	  Should	  you	  really	  care	  ?	  
	  

	  Let	  me	  ask	  before	  we	  con$nue:	  how	  many	  of	  you	  knew	  about	  the	  existence	  
of	  the	  compound	  Poisson	  distribu1on?	  
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In	  1968	  the	  gentlemen	  named	  in	  the	  above	  clip	  observed	  four	  
tracks	  in	  a	  Wilson	  chamber	  whose	  apparent	  ioniza$on	  was	  
compa$ble	  with	  the	  one	  expected	  for	  par$cles	  of	  charge	  	  2/3e.	  	  
Successively,	  they	  published	  a	  paper	  where	  they	  showed	  a	  track	  
which	  could	  not	  be	  anything	  but	  a	  frac$onary	  charge	  par$cle!	  
In	  fact,	  it	  produced	  110	  counted	  droplets	  per	  unit	  path	  length	  
against	  an	  expecta$on	  of	  229	  (from	  the	  55,000	  observed	  tracks).	  
	  
What	  is	  the	  probability	  to	  observe	  such	  a	  phenomenon	  ?	  	  
We	  compute	  it	  in	  the	  following	  slide.	  
	  
Note	  that	  if	  you	  are	  strong	  in	  nuclear	  physics	  and	  thermodynamics,	  
you	  may	  know	  that	  a	  scaEering	  interac$on	  produces	  on	  	  
average	  about	  four	  droplets.	  The	  scaEering	  and	  the	  	  
droplet	  forma$on	  are	  independent	  Poisson	  processes.	  
However,	  if	  your	  knowledge	  of	  Sta$s$cs	  is	  poor,	  this	  observa$on	  	  
does	  not	  allow	  you	  to	  reach	  the	  right	  conclusion.	  What	  is	  the	  	  
difference,	  a_er	  all,	  between	  a	  Poisson	  process	  and	  the	  	  
combina$on	  of	  two	  ?	  

PRL	  23,	  658	  (1969)	  



Significance	  of	  the	  observa$on	  
Case	  A:	  single	  Poisson	  process,	  with	  m=229:	  
	  

Since	  they	  observed	  55,000	  tracks,	  seeing	  at	  least	  one	  track	  with	  P=1.6x10-‐18	  has	  
a	  chance	  of	  occurring	  of	  1-‐(1-‐P)55000,	  or	  about	  10-‐13	  
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BoLomline:	  	  
You	  may	  know	  your	  detector	  and	  the	  underlying	  physics	  as	  well	  as	  you	  know	  your	  ***,	  
but	  only	  your	  knowledge	  of	  basic	  Sta1s1cs	  prevents	  you	  from	  being	  fooled	  !	  
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Case	  B:	  compound	  Poisson	  process,	  with	  λµ=229,	  µ=4:	  
One	  should	  rather	  compute	  
	  
	  
	  
	  
from	  which	  one	  gets	  that	  the	  probability	  of	  seeing	  at	  least	  one	  such	  track	  is	  
rather	  1-‐(1-‐P’)55000,	  or	  92.5%.	  Ooops!	  
	  	  

	  



Point	  es$ma$on:	  
Combining	  Measurements	  and	  Fivng	  

•  Perceived	  as	  two	  separate	  topics,	  but	  they	  really	  are	  the	  same	  thing	  (the	  former	  is	  
a	  special	  case	  of	  the	  laEer)	  –	  I	  will	  try	  to	  explain	  what	  I	  mean	  in	  the	  rest	  of	  this	  
lesson	  

•  The	  problem	  of	  combining	  measurements	  arises	  quite	  commonly	  and	  we	  should	  
spend	  some	  $me	  on	  it	  

–  We	  will	  get	  eventually	  to	  the	  point	  of	  spovng	  poten$al	  issues	  arising	  from	  correla4ons.	  	  
–  We	  should	  all	  become	  familiar	  with	  these	  issues,	  because	  for	  HEP	  physicists	  combining	  

measurements	  is	  day-‐to-‐day	  stuff.	  

•  To	  get	  to	  the	  heart	  of	  the	  maEer	  we	  need	  to	  fiddle	  with	  a	  few	  basic	  concepts	  

•  What	  we	  call	  in	  jargon	  Data	  fiUng	  is	  in	  general	  called	  “parameter	  
es$ma$on”	  (which	  should	  be	  itself	  composed	  of	  two	  parts,	  “point	  es$ma$on”	  and	  
“interval	  es$ma$on”).	  One	  understands	  that	  the	  issue	  of	  combining	  different	  
es$mates	  of	  the	  same	  parameter	  is	  a	  par$cular	  case	  of	  data	  fivng,	  and	  in	  fact	  the	  
tools	  we	  use	  are	  the	  same	  

•  It	  is	  stuff	  you	  should	  all	  know	  well,	  but	  if	  you	  do	  not,	  I	  am	  not	  going	  to	  leave	  you	  
behind	  
	   	   	  à	  	  the	  next	  few	  slides	  contain	  a	  reminder	  of	  a	  few	  	  
	   	   	  fundamental	  defini$ons.	  	  



Mean	  and	  Variance	  
•  The	  probability	  density	  func4on	  (pdf)	  f(x)	  of	  a	  random	  variable	  x	  is	  a	  normalized	  func$on	  

which	  describes	  the	  probability	  to	  find	  x	  in	  a	  given	  range:	   	   	  	  

	   	   	   	  P(x,x+dx)	  =	  f(x)dx	  
	  

–  defined	  for	  con$nuous	  variables.	  For	  discrete	  ones,	  e.g.	  P(n|µ)=e-‐µµn/n!	  is	  a	  probability	  tout-‐court.	  

•  The	  expecta4on	  value	  of	  the	  random	  variable	  x	  is	  then	  defined	  as	  
	  
	  
	  
•  E[x],	  also	  called	  mean	  of	  x,	  thus	  depends	  on	  the	  distribu$on	  f(x).	  Of	  crucial	  importance	  is	  

the	  “second	  central	  moment”	  of	  x,	  
	  
	  
	  

	  also	  called	  variance.	  The	  variance	  enjoys	  the	  property	  that	  	  
	  

	   	   	   	  E[(x-‐E[x])2]	  =	  E[x2]-‐µ2,	   	  as	  is	  trivial	  to	  show.	  

•  Also	  well-‐known	  is	  the	  standard	  devia4on	  σ =	  sqrt(V[x]).	  	  
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Covariance	  and	  correla$on	  
•  If	  you	  have	  two	  random	  variables	  x,y	  you	  can	  also	  define	  their	  covariance,	  defined	  as	  

•  This	  allows	  us	  to	  construct	  a	  covariance	  matrix	  V,	  symmetric,	  and	  with	  posi$ve-‐defined	  
diagonal	  elements,	  the	  individual	  variances	  σx

2,σy
2:	  

•  A	  measure	  of	  how	  x	  and	  y	  are	  correlated	  is	  given	  by	  the	  correla$on	  coefficient	  r:	  
	  
	  

•  Note	  that	  if	  two	  variables	  are	  independent,	  f(x,y)=fx(x)fy(y),	  then	  r=0	  and	  	  
	  E[xy]	  =	  E[x]E[y]	  =	  µxµy.	  	  
	   	  However,	  E[xy]=E[x]E[y]	  is	  not	  sufficient	  for	  x	  and	  y	  be	  independent!	  In	  everyday	  
usage	  one	  speaks	  of	  “uncorrelated	  variables”	  meaning	  “independent”.	  In	  sta$s$cal	  
terms,uncorrelated	  is	  much	  weaker	  than	  independent!	  
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Uncorrelated	  vs	  Independent	  

	  Uncorrelated	  <<	  Independent:	  r=0	  is	  a	  very	  weak	  condi$on;	  r	  only	  
describes	  the	  tendency	  of	  the	  data	  to	  “line	  up”	  in	  a	  certain	  (any)	  
direc$on.	  Many	  strictly	  dependent	  pairs	  of	  variables	  fulfil	  it.	  E.g.	  
the	  abscissa	  and	  ordinate	  of	  the	  data	  points	  in	  the	  last	  row	  
below.	  



The	  Error	  Ellipse	  
	  When	  one	  measures	  two	  correlated	  parameters	  θ =	  (θ1,θ2),	  in	  the	  large-‐sample	  limit	  
their	  es$mators	  will	  be	  distributed	  according	  to	  a	  two-‐dimensional	  Gaussian	  centered	  on	  
θ.	  One	  can	  thus	  draw	  an	  “error	  ellipse”	  as	  the	  locus	  of	  points	  where	  the	  χ2	  is	  one	  unit	  
away	  from	  its	  minimum	  value	  (or	  the	  log-‐likelihood	  equals	  ln	  (Lmax)-‐0.5).	  

	  The	  loca$on	  of	  the	  tangents	  to	  the	  axes	  provide	  the	  standard	  	  
	  devia$on	  of	  the	  es$mators.	  The	  angle	  φ	  is	  given	  by	  

	  	  A	  measurement	  of	  one	  
parameter	  at	  a	  given	  value	  of	  
the	  other	  is	  determined	  by	  the	  
intercept	  on	  the	  line	  connec$ng	  
the	  two	  tangent	  points.	  	  
The	  uncertainty	  of	  that	  single	  
measurement,	  at	  a	  fixed	  value	  
of	  the	  other	  parameter,	  is	  	  
	  

The	  correla$on	  coefficient	  ρ	  is	  the	  
distance	  of	  each	  axis	  from	  the	  
tangent	  point,	  in	  units	  of	  the	  
corresponding	  standard	  devia$on	  	  
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Error	  propaga$on	  
	  Imagine	  you	  have	  n	  variables	  xi.	  You	  do	  not	  know	  their	  pdf	  but	  at	  least	  know	  their	  mean	  and	  
covariance	  matrix.	  	  Now	  say	  there	  is	  a	  func$on	  y	  of	  the	  xi	  and	  you	  wish	  to	  determine	  its	  pdf:	  
you	  can	  expand	  it	  in	  a	  Taylor	  series	  around	  the	  means,	  stopping	  at	  first	  order:	  

	  

	  From	  this	  one	  can	  easily	  show	  that	  the	  expecta$on	  value	  of	  y	  and	  y2	  are,	  to	  first	  order,	  
	  
	  

	   	   	   	   	   	   	  and	  the	  variance	  of	  y	  is	  then	  the	  
	   	   	   	   	   	  second	  	  term	  in	  this	  expression.	  

	   	   	   	   	   	   	  (see	  backup) 	  	  
	  In	  case	  you	  have	  a	  set	  of	  m	  func$ons	  y(x),	  you	  can	  build	  their	  own	  covariance	  matrix	  

	  
	  
	  

	  This	  is	  o_en	  expressed	  in	  matrix	  form	  once	  one	  	  
	  defines	  a	  matrix	  of	  deriva$ves	  A,	  

	  
	  The	  above	  formulas	  allow	  one	  to	  “propagate”	  the	  variances	  from	  the	  xi	  to	  the	  yj,	  but	  this	  is	  
only	  valid	  if	  it	  is	  meaningful	  to	  expand	  linearly	  around	  the	  mean!	  	  	  
	   	   	  Beware	  of	  rou$ne	  use	  of	  these	  formulas	  in	  non-‐trivial	  cases.	  
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How	  it	  works	  
•  To	  see	  how	  standard	  error	  propaga$on	  works,	  let	  us	  use	  the	  formula	  for	  the	  

variance	  of	  a	  single	  y(x)	  

•  One	  thus	  sees	  that	  for	  uncorrelated	  variables	  x1,x2	  (V12=0),	  the	  variances	  of	  their	  
sum	  add	  linearly,	  while	  for	  the	  product	  it	  is	  the	  rela$ve	  variances	  which	  add	  
linearly.	  
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	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  for	  the	  sum,	  
	  
	  
	  
	  
for	  the	  product.	  

and	  consider	  the	  simplest	  examples	  
with	  two	  variables	  x1,x2:	  their	  sum	  and	  
product.	  



Example	  2:	  why	  we	  need	  to	  
understand	  error	  propaga$on	  

•  We	  all	  know	  how	  to	  propagate	  uncertain$es	  from	  some	  measurements	  (random	  
variables!)	  xi	  to	  a	  derived	  quan$ty	  y	  =	  f(x):	  	  

	  
	  

	  this	  is	  just	  standard	  error	  propaga$on,	  for	  uncorrelated	  random	  variables	  xi.	  	  

	  What	  we	  neglect	  to	  do	  some$mes	  is	  to	  stop	  and	  think	  	  
	  at	  the	  consequences	  of	  that	  simple	  formula,	  in	  the	  	  
	  specific	  cases	  to	  which	  we	  apply	  it.	  That	  is	  because	  we	  	  
	  have	  not	  understood	  well	  enough	  what	  it	  really	  means.	  

•  Let	  us	  take	  the	  problem	  of	  weigh$ng	  two	  objects	  	  A	  and	  B	  	  
	  with	  a	  two-‐arm	  scale	  offering	  a	  constant	  accuracy,	  say	  	  
	  1	  gram.	  You	  have	  $me	  for	  two	  weight	  measurements.	  	  
	  	  
	  What	  do	  you	  do	  ?	  

–  weight	  A,	  then	  weight	  B	  
–  something	  else	  ?	  Who	  has	  a	  beLer	  idea	  ?	  
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Smart	  weigh$ng	  

•  If	  you	  weight	  separately	  A	  and	  B,	  your	  results	  will	  be	  affected	  by	  the	  
stated	  accuracy	  of	  the	  scale:	  σA	  =	  σ =	  1g	  ,	  σB	  =	  σ =	  1g.	  

•  But	  if	  you	  instead	  weighted	  S=A+B,	  and	  then	  weighted	  D=B-‐A	  by	  puvng	  
them	  on	  different	  dishes,	  you	  would	  obtain	  

	  Your	  uncertain$es	  on	  A	  and	  B	  have	  become	  1.41	  1mes	  smaller!	  This	  is	  the	  
result	  of	  having	  made	  the	  best	  out	  of	  your	  measurements,	  by	  making	  
op$mal	  use	  of	  the	  informa$on	  available.	  When	  you	  placed	  one	  object	  on	  
a	  dish,	  the	  other	  one	  was	  le_	  on	  the	  table,	  begging	  to	  par$cipate!	  
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=	  0.71	  grams	  !	  



Maximum	  Likelihood	  
•  Take	  a	  pdf	  for	  a	  random	  variable	  x,	  f(x;	  θ)	  which	  is	  analy$cally	  known,	  but	  for	  which	  the	  value	  of	  m	  

parameters	  θ	  is	  not.	  The	  method	  of	  maximum	  likelihood	  allows	  us	  to	  es$mate	  the	  parameters	  θ	  if	  
we	  have	  a	  set	  of	  data	  xi	  distributed	  according	  to	  f.	  

•  The	  probability	  of	  our	  observed	  set	  {xi}	  depends	  on	  the	  distribu$on	  of	  the	  pdf.	  If	  the	  
measurements	  are	  independent,	  we	  have	  	  

	  

•  The	  likelihood	  func$on	  	  
	  	  

	  
	  is	  then	  a	  func$on	  of	  the	  parameters	  θ	  only.	  It	  is	  wriEen	  as	  the	  joint	  pdf	  of	  the	  xi,	  but	  we	  treat	  those	  
as	  fixed.	  	  L	  is	  not	  a	  pdf!	  	  NOTA	  BENE!	  The	  integral	  under	  L	  is	  MEANINGLESS.	  

	  
•  Using	  L(θ)	  one	  can	  define	  “maximum	  likelihood	  es$mators”	  for	  the	  parameters	  θ	  as	  the	  values	  

which	  maximize	  the	  likelihood,	  i.e.	  the	  solu$ons	   	   	  of	  the	  equa$on	  
	   	   	   	   	   	  	  
	   	   	   	  	  
	   	   	   	  for	  j=1…m	  
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Note:	  The	  ML	  requires	  (and	  exploits!)	  
the	  full	  knowledge	  of	  the	  distribu$ons	  

to	  find	  xi	  in	  [xi,xi+dxi[	  



The	  method	  of	  least	  squares	  
•  Imagine	  you	  have	  a	  set	  of	  n	  independent	  measurements	  yi	  –Gaussian	  random	  

variables–	  with	  different	  unknown	  means	  λi	  and	  known	  variances	  σi
2.	  The	  yi	  

can	  be	  considered	  a	  vector	  having	  a	  joint	  pdf	  which	  is	  the	  product	  of	  n	  
Gaussians:	  

	  

•  Let	  also	  λ	  be	  a	  func$on	  of	  x	  and	  a	  set	  of	  m	  parameters	  θ,	  λ(x;θ1…θm).	  In	  other	  
words,	  λ	  is	  the	  model	  you	  want	  to	  fit	  to	  your	  data	  points	  y(x).	  
	  We	  want	  to	  find	  es1mates	  of	  θ.	  

	  
	  If	  we	  take	  the	  logarithm	  of	  the	  joint	  pdf	  we	  get	  the	  log-‐likelihood	  func$on,	  

	  
	  
	  

	  which	  is	  maximized	  by	  finding	  θ	  such	  that	  the	  following	  quan$ty	  is	  minimized:	  
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•  The	  expression	  wriEen	  above	  near	  the	  minimum	  follows	  a	  χ2	  distribu$on	  
only	  if	  the	  func$on	  λ(x;θ)	  is	  linear	  in	  the	  parameters	  θ	  and	  if	  it	  is	  the	  true	  
form	  from	  which	  the	  yi	  were	  drawn.	  

•  The	  method	  of	  least	  squares	  given	  above	  “works”	  also	  for	  non-‐Gaussian	  
errors	  σi,	  as	  long	  as	  the	  yi	  are	  independent.	  

•  If	  the	  measurements	  are	  not	  independent,	  the	  joint	  pdf	  will	  be	  a	  n-‐
dimensional	  Gaussian.	  Then	  the	  following	  generaliza$on	  holds:	  
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Note	  that	  unlike	  the	  ML,	  the	  χ2	  only	  requires	  a	  
unbiased	  es$mate	  of	  the	  variance	  of	  a	  distribu$on	  
to	  work!	  

λ(x;a,b,c)	  

y	  

x	  

Both	  a	  nice	  and	  a	  devaluing	  property!	  



Example	  3:	  know	  the	  proper$es	  of	  
your	  es$mators	  

•  Issues	  (and	  errors	  hard	  to	  trace)	  may	  arise	  in	  the	  simplest	  of	  
calcula$ons,	  if	  you	  do	  not	  know	  the	  proper$es	  of	  the	  tools	  you	  are	  
working	  with.	  

	  
•  Take	  the	  simple	  problem	  of	  combining	  three	  measurements	  of	  the	  

same	  quan4ty.	  Make	  these	  be	  coun$ng	  rates,	  i.e.	  with	  Poisson	  
uncertain$es:	  

–  A1	  =	  100	  
–  A2	  =	  90	  
–  A3	  =	  110	  

	  These	  measurements	  are	  fully	  compa1ble	  with	  each	  other,	  given	  that	  
the	  es$mates	  of	  their	  uncertain$es	  are	  sqrt(Ai)={10,	  9.5,	  10.5}	  
respec$vely.	  We	  may	  thus	  proceed	  to	  average	  them,	  obtaining	  	  
	  <A>	  =	  100.0+-‐5.77	  

If	  they	  aren’t,	  
don’t	  combine!	  



	  Now	  imagine,	  for	  the	  sake	  of	  argument,	  that	  we	  were	  on	  a	  lazy	  mood,	  and	  
rather	  than	  do	  the	  math	  we	  used	  a	  χ2	  fit	  to	  evaluate	  <A>.	  	  
	  	  
	  Surely	  we	  would	  find	  the	  same	  answer	  as	  the	  simple	  average	  of	  the	  three	  
numbers,	  right?	  	  

	  
	  

In	  general,	  a	  χ2	  	  sta$s$c	  results	  from	  a	  	  
weighted	  sum	  of	  squares;	  the	  weights	  
should	  be	  the	  inverse	  variances	  of	  the	  true	  
values.	  	  
Unfortunately,	  we	  do	  not	  know	  the	  laEer!	  
	  

χ2	  fit 	  	  	   	  	  	  	  	  Likelihood	  fit	  

Let	  us	  dig	  a	  liEle	  bit	  into	  this	  maEer.	  This	  
requires	  us	  to	  study	  the	  detailed	  defini$on	  	  
of	  the	  test	  sta$s$cs	  we	  employ	  in	  our	  fits.	  

the	  χ2	  fit	  does	  not	  “preserve	  
the	  area”	  of	  the	  fiEed	  histogram	  

WTF	  is	  going	  on	  ??	  

…	  Wrong!	  



Two	  chisquareds	  and	  a	  Likelihood	  
•  The	  “standard”	  defini$on	  is	  called	  	  “Pearson’s	  χ2”,	  which	  for	  Poisson	  data	  we	  write	  as	  
	  

•  The	  other	  (AKA	  “modified”	  χ2)	  is	  called	  “Neyman’s	  χ2”:	  
	  

•  While	  χ2P	  uses	  the	  best-‐fit	  variances	  at	  the	  denominator,	  χ2N	  uses	  the	  individual	  
es$mated	  variances.	  Although	  both	  of	  these	  least-‐square	  es$mators	  have	  asympto$cally	  
a	  χ2	  distribu$on,	  and	  display	  op1mal	  proper1es,	  they	  use	  approximated	  weights.	  
	  The	  result	  is	  a	  pathology:	  	  neither	  defini$on	  preserves	  the	  area	  in	  a	  fit!	  
	
χ2P	  overes$mates	  the	  area,	  χ2N	  underes$mates	  it.	  In	  other	  words,	  neither	  works	  to	  
make	  a	  simple	  weighted	  average	  !	  
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The	  maximiza$on	  of	  	  the	  Poisson	  maximum	  likelihood,	  
	  
	  
	  instead	  preserves	  the	  area,	  and	  obtains	  exactly	  the	  result	  of	  the	  simple	  
average. 	  Proofs	  in	  the	  next	  slides.	  



Proofs	  –	  1:	  Pearson’s	  χ2	  

•  Let	  us	  compute	  n	  from	  the	  minimum	  of	  χ2P:	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  
	  n	  is	  found	  to	  be	  the	  square	  root	  of	  the	  average	  of	  squares,	  and	  is	  
thus	  by	  force	  an	  overes$mate	  of	  the	  area!	  
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2	  –	  Neyman’s	  χ2	  
•  If	  we	  minimize	  χ2N	  ,	  

	  	  
	  
	  

	  we	  have:	  
	  

	  	  
	  
	  
	  

	  the	  minimum	  is	  found	  for	  n	  equal	  to	  the	  harmonic	  mean	  of	  the	  inputs	  –	  which	  is	  
an	  underes$mate	  of	  the	  arithme$c	  mean!	  
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χ again	  a	  variable	  weight	  

Just	  developing	  	  
the	  frac$on	  leads	  to	  	  

which	  implies	  that	  

from	  which	  we	  finally	  get	  	  



3	  –	  The	  Poisson	  Likelihood	  LP	  
•  We	  minimize	  LP	  by	  first	  taking	  its	  logarithm,	  and	  find:	  

	  As	  predicted,	  the	  result	  for	  n	  is	  the	  arithme$c	  mean.	  Likelihood	  fivng	  
preserves	  the	  area!	  
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Puvng	  it	  together	  
•  Take	  a	  k=100-‐bin	  histogram,	  fill	  it	  

with	  random	  entries	  from	  a	  
Poisson	  distribu$on	  of	  mean	  µ	


•  Fit	  it	  to	  a	  constant	  by	  minimizing	  
χ2P	  ,	  χ2N	  ,	  -‐2ln(LP)	  	  in	  turn	  

•  Repeat	  many	  $mes,	  study	  ra$o	  of	  
average	  result	  to	  true	  µ	  as	  a	  
func$on	  of	  µ	


	  
•  One	  observes	  that	  the	  

convergence	  is	  slowest	  for	  
Neyman’s	  χ2,	  but	  the	  bias	  is	  
significant	  also	  for	  χ2P	  	  

•  This	  result	  depends	  only	  
marginally	  on	  k	  	  

•  Keep	  that	  in	  mind	  when	  you	  fit	  a	  
histogram!	  Standard	  ROOT	  	  
	  fivng	  uses	  V=Ni	  à	  Neyman’s	  def!	  



Discussion	  
•  What	  we	  are	  doing	  when	  we	  fit	  a	  constant	  through	  a	  set	  of	  k	  bin	  contents	  is	  to	  extract	  the	  common,	  

unknown,	  true	  value	  µ	  from	  which	  the	  entries	  were	  generated,	  by	  combining	  the	  k	  measurements	  

We	  have	  k	  Poisson	  measurement	  of	  this	  true	  value.	  Each	  equivalent	  measurement	  should	  have	  the	  
same	  weight	  in	  the	  combina$on,	  because	  each	  is	  drawn	  from	  a	  Poisson	  of	  mean	  µ,	  whose	  true	  variance	  
is	  µ.	  
	  
But	  having	  no	  µ	  to	  start	  with,	  we	  must	  use	  es4mates	  of	  the	  variance	  as	  a	  (inverse)	  weight.	  So	  the	  χ2N	  
gives	  the	  different	  observa$ons	  different	  weights	  1/Ni.	  Since	  nega$ve	  fluctua$ons	  (Ni	  <	  µ)	  have	  larger	  
weights,	  the	  result	  is	  downward	  biased!	  
	  
What	  χ2P	  does	  is	  different:	  it	  uses	  a	  common	  weight	  for	  all	  measurements,	  but	  this	  is	  of	  course	  also	  an	  
es$mate	  of	  the	  true	  variance	  V	  =	  µ :	  the	  denominator	  of	  χ2P	  	  is	  the	  fit	  result	  for	  the	  average,	  µ*.	  Since	  
we	  minimize	  χ2P	  to	  find	  µ*,	  larger	  denominators	  get	  preferred,	  and	  we	  get	  a	  posi$ve	  bias:	  µ*	  >	  µ!	  
	  
All	  methods	  have	  op$mal	  asympto$c	  proper$es:	  consistency,	  minimum	  variance.	  However,	  one	  seldom	  
is	  in	  that	  regime.	  χ2P	  	  and	  χ2N	  also	  have	  problems	  when	  Ni	  is	  small	  (ànon-‐Gaussian	  errors)	  or	  zero	  (à	  
χ2N	  undefined).	  These	  drawbacks	  are	  solved	  by	  grouping	  bins,	  at	  the	  expense	  of	  loss	  of	  informa4on.	  
	  
LP	  does	  not	  have	  the	  approxima$ons	  of	  the	  two	  sums	  of	  squares,	  and	  it	  has	  in	  general	  beEer	  
proper$es.	  	  Cases	  when	  the	  use	  of	  a	  LL	  yields	  problems	  are	  rare.	  Whenever	  possible,	  use	  a	  Likelihood!	  

Whenever	  
possible,	  use	  a	  
Likelihood!	  



Lineariza$on	  and	  correla$on	  
•  Taylor	  series	  expansion	  is	  a	  great	  tool,	  and	  in	  most	  cases	  we	  need	  not	  even	  remind	  

ourselves	  that	  we	  are	  stopping	  at	  the	  first	  term…	  	  
	  But	  in	  the	  method	  of	  LS	  the	  linear	  approxima4on	  in	  the	  covariance	  may	  lead	  to	  strange	  
results	  more	  o_en	  than	  one	  would	  think	  

•  Let	  us	  consider	  the	  LS	  minimiza$on	  of	  a	  combina$on	  of	  two	  measurements	  of	  the	  same	  
physical	  quan$ty	  k,	  for	  which	  the	  covariance	  terms	  be	  all	  known.	  	  
	  In	  the	  first	  case	  let	  there	  be	  a	  common	  offset	  error	  σc	  .	  We	  may	  combine	  the	  two	  
measurements	  x1,	  x2	  with	  LS	  by	  compu$ng	  the	  inverse	  of	  the	  covariance	  matrix:	  
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The	  minimiza$on	  of	  the	  above	  expression	  leads	  to	  the	  following	  
expressions	  for	  the	  best	  es$mate	  of	  k	  and	  its	  standard	  devia$on:	  
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2The	  best	  fit	  value	  does	  not	  depend	  on	  σc,	  and	  corresponds	  
to	  the	  weighted	  average	  of	  the	  results	  when	  the	  individual	  
variances	  σ1

2	  and	  σ2
2	  are	  used.	  

This	  result	  is	  what	  we	  expected,	  and	  all	  is	  good	  here.	  	  



Normaliza$on	  error:	  Hic	  sunt	  leones	  
	  In	  the	  second	  case	  we	  take	  two	  measurements	  of	  k	  having	  a	  common	  scale	  error.	  	  
	  The	  variance,	  its	  inverse,	  and	  the	  LS	  sta$s$cs	  might	  be	  wriEen	  as	  follows:	  
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This	  $me	  the	  minimiza$on	  produces	  these	  results	  	  
for	  the	  best	  es$mate	  and	  its	  variance:	  
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Before	  we	  discuss	  these	  formulas,	  let	  us	  test	  
them	  on	  a	  simple	  case:	  

	  x1=10+-‐0.5,	   	  	  
	  x2=11+-‐0.5,	  	  
	  σf=20%	  

	  

Try	  this	  at	  home	  to	  see	  
how	  it	  works!	  

This	  yields	  the	  following	  disturbing	  result:	  
	  k	  =	  8.90+-‐2.92	  !	  

What	  is	  going	  on	  ???	  
	  



Shedding	  some	  light	  	  
on	  the	  disturbing	  result	  

•  The	  fact	  that	  averaging	  two	  measurements	  	  with	  the	  
LS	  method	  may	  yield	  a	  result	  outside	  their	  range	  
requires	  more	  inves$ga$on.	  

•  To	  try	  and	  understand	  what	  is	  going	  on,	  let	  us	  rewrite	  
the	  result	  by	  dividing	  it	  by	  the	  weighted	  average	  result	  
obtained	  ignoring	  the	  scale	  correla$on:	  
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If	  the	  two	  measurements	  differ,	  their	  	  
squared	  difference	  divided	  by	  the	  sum	  of	  the	  individual	  	  
variances	  plays	  a	  role	  in	  the	  denominator.	  In	  that	  case	  the	  LS	  fit	  “squeezes	  the	  scale”	  	  
by	  an	  amount	  allowed	  by	  σf	  in	  order	  to	  minimize	  the	  χ2.	  
This	  is	  due	  to	  the	  LS	  expression	  using	  only	  first	  deriva4ves	  of	  the	  covariance:	  
the	  individual	  variances	  σ1,	  σ2	  do	  not	  get	  rescaled	  when	  the	  normaliza$on	  factor	  is	  lowered,	  
but	  the	  points	  get	  closer.	  	  
	  
This	  may	  be	  seen	  as	  a	  shortcoming	  of	  the	  linear	  approxima$on	  of	  the	  covariance,	  but	  it	  
might	  also	  be	  viewed	  as	  a	  careless	  defini4on	  of	  the	  covariance	  matrix	  itself	  instead	  
(see	  next	  slide)	  !	  



•  In	  fact,	  let	  us	  try	  again.	  We	  had	  defined	  earlier	  the	  covariance	  matrix	  as	  

•  The	  expression	  above	  contains	  the	  es$mates	  of	  the	  true	  value,	  not	  the	  true	  value	  
itself.	  We	  have	  learned	  to	  beware	  of	  this	  earlier…	  What	  happens	  if	  we	  instead	  try	  
using	  the	  following	  ?	  

	  The	  minimiza$on	  of	  the	  resul$ng	  χ2,	  

	  	  
	  produces	  as	  result	  the	  weighted	  average	  	  

	  
	  
•  The	  same	  would	  be	  obtained	  by	  maximizing	  the	  likelihood	  

	  or	  even	  minimizing	  the	  χ2	  defined	  as	  	  
	  
	  
	  

	  Note	  that	  the	  laEer	  corresponds	  to	  “averaging	  first,	  dealing	  with	  the	  scale	  later”.	  
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When	  do	  results	  outside	  bounds	  make	  
sense	  ?	  

•  Let	  us	  now	  go	  back	  to	  the	  general	  case	  of	  taking	  the	  average	  of	  two	  correlated	  
measurements,	  when	  the	  correla$on	  terms	  are	  expressed	  in	  the	  general	  form	  :	  

•  The	  LS	  es$mators	  provide	  the	  following	  result	  for	  the	  weighted	  average	  [Cowan	  1998]:	  

	  whose	  (inverse)	  variance	  is	  
	  
	  
	  

	  From	  the	  above	  we	  see	  that	  once	  we	  take	  a	  measurement	  of	  x	  of	  variance	  σ1
2,	  a	  second	  

measurement	  of	  the	  same	  quan$ty	  will	  reduce	  the	  variance	  of	  the	  average	  unless	  ρ=σ1/σ2.	  
	  But	  what	  happens	  if	  ρ>σ1/σ2	  ?	  In	  that	  case	  the	  weight	  w	  gets	  nega$ve,	  and	  the	  average	  goes	  
outside	  the	  “psychological”	  bound	  [x1,x2].	  

	  
	  The	  reason	  for	  this	  behaviour	  is	  that	  with	  a	  large	  posi$ve	  correla$on	  the	  two	  results	  are	  
likely	  to	  lie	  on	  the	  same	  side	  of	  the	  true	  value!	  On	  which	  side	  they	  are	  predicted	  to	  be	  by	  the	  
LS	  minimiza$on	  depends	  on	  which	  result	  has	  the	  smallest	  variance.	  
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How	  can	  that	  be	  ?	  

	  It	  seems	  a	  paradox,	  but	  it	  is	  not.	  Again,	  the	  reason	  why	  we	  cannot	  digest	  the	  
fact	  that	  the	  best	  es$mate	  of	  the	  true	  value	  µ	  be	  outside	  of	  the	  range	  of	  the	  
two	  measurements	  is	  our	  incapability	  of	  understanding	  intui$vely	  the	  
mechanism	  of	  large	  correla$on	  between	  our	  measurements.	  

•  John:	  “I	  took	  a	  measurement,	  got	  x1.	  I	  now	  am	  going	  to	  take	  a	  second	  
measurement	  x2	  which	  has	  a	  larger	  variance	  than	  the	  first.	  Do	  you	  mean	  to	  
say	  I	  will	  more	  likely	  get	  x2>x1	  if	  µ<x1,	  and	  x2<x1	  if	  µ>x1	  ??”	  

Jane:	  “That	  is	  correct.	  Your	  second	  measurement	  ‘goes	  along’	  with	  the	  first,	  
because	  your	  experimental	  condi$ons	  made	  the	  two	  highly	  correlated	  and	  x1	  
is	  more	  precise.”	  
John:	  “But	  that	  means	  my	  second	  measurement	  is	  uEerly	  useless!”	  
Jane:	  “Wrong.	  It	  will	  in	  general	  reduce	  the	  combined	  variance.	  Except	  for	  the	  
very	  special	  case	  of	  ρ=σ1/σ2,	  	  the	  weighted	  average	  will	  converge	  to	  the	  true	  
µ. LS	  es$mators	  are	  consistent	  !!”.	  
	  



Jane	  vs	  John,	  round	  1	  

Jane:	  “Now	  please	  tell	  me	  whether	  they	  are	  mostly	  on	  the	  same	  side	  (orange	  rectangles)	  
or	  on	  different	  sides	  (pink	  rectangles)	  of	  the	  true	  value.”	  
John:	  “Ah!	  Sure,	  all	  but	  one	  are	  on	  orange	  areas”.	  
Jane:	  “That’s	  because	  their	  correla$on	  makes	  them	  likely	  to	  “go	  along”	  with	  one	  another.”	  	  
	  

John:	  “Okay,	  so	  ?”	  
Jane:	  “Please,	  would	  you	  pick	  a	  few	  points	  at	  
random	  within	  the	  ellipse?”	  	  
John:	  “Done.	  Now	  what	  ?”	  

John:	  “I	  s$ll	  can’t	  figure	  out	  how	  on	  	  
earth	  the	  average	  of	  two	  numbers	  can	  be	  
ouside	  of	  their	  range.	  It	  just	  fights	  with	  my	  
common	  sense.”	  
Jane:	  “You	  need	  to	  think	  in	  probabilis$c	  
terms.	  Look	  at	  this	  error	  ellipse:	  it	  is	  thin	  and	  
$lted	  (high	  correla$on,	  large	  difference	  in	  
variances).”	  
	  



Round	  2:	  a	  geometric	  construc$on	  
	  Jane:	  “And	  I	  can	  actually	  make	  it	  even	  easier	  for	  you.	  Take	  a	  two-‐dimensional	  plane,	  draw	  
axes,	  draw	  the	  bisector:	  the	  laEer	  represents	  the	  possible	  values	  of	  µ.	  Now	  draw	  the	  error	  
ellipse	  around	  a	  	  point	  of	  the	  diagonal.	  Any	  point,	  we’ll	  move	  it	  later.”	  
	  John:	  “Done.	  Now	  what	  ?”	  
	  	  
	  Jane:	  “Now	  enter	  your	  measurements	  x=a,	  y=b.	  That	  corresponds	  to	  picking	  a	  point	  P(a,b)	  in	  
the	  plane.	  Suppose	  you	  got	  a>b:	  you	  are	  on	  the	  lower	  right	  triangle	  of	  the	  plane.	  To	  find	  the	  
best	  es$mate	  of	  µ,	  move	  the	  ellipse	  by	  keeping	  its	  center	  along	  the	  diagonal,	  and	  try	  to	  scale	  
it	  also,	  such	  that	  you	  intercept	  the	  measurement	  point	  P.”	  
	  John:	  “But	  there’s	  an	  infinity	  of	  ellipses	  that	  fulfil	  that	  requirement”.	  
	  	  
	  	  

	  
Jane:	  “That’s	  correct.	  But	  we	  are	  only	  interested	  in	  the	  smallest	  ellipse!	  Its	  center	  will	  give	  
us	  the	  best	  es$mate	  of	  µ,	  given	  (a,b),	  the	  ra$o	  of	  their	  variances,	  and	  their	  correla$on.”	  

	  	  
John:	  “Oooh!	  Now	  I	  see	  it!	  It	  is	  bound	  to	  be	  outside	  of	  the	  interval!”	  

	  	  
Jane:	  “Well,	  that	  is	  not	  true:	  it	  is	  outside	  of	  the	  interval	  only	  because	  the	  ellipse	  you	  have	  
drawn	  is	  thin	  and	  its	  angle	  with	  the	  diagonal	  is	  significant.	  In	  general,	  the	  result	  depends	  on	  
how	  correlated	  the	  measurements	  are	  (how	  thin	  is	  the	  ellipse)	  as	  well	  as	  on	  how	  different	  
the	  variances	  are	  (how	  	  big	  is	  the	  angle	  of	  its	  major	  axis	  with	  the	  diagonal).	  Note	  also	  that	  in	  
order	  for	  the	  “result	  outside	  bounds”	  to	  occur,	  the	  correla$on	  must	  be	  posi$ve!	  



P(a,b)	  

a	   x1	  

When	  a	  large	  posi1ve	  correla1on	  
exists	  between	  the	  measurements	  
and	  the	  uncertain1es	  differ,	  the	  best	  	  
es1mate	  of	  the	  unknown	  µ	  may	  lie	  
outside	  of	  the	  range	  of	  the	  two	  	  
measurements	  [a,b]	  

LS	  es$mate	  of	  µ	


Tangent	  in	  P	  to	  
minimum	  ellipse	  is	  
parallel	  to	  	  
bisector	  



End	  of	  part	  1	  –	  	  
Drawing	  home	  a	  few	  lessons	  

•  If	  I	  managed	  to	  thoroughly	  confuse	  you,	  I	  have	  reached	  my	  goal!	  
There	  are	  a	  number	  of	  lessons	  to	  take	  home	  from	  this:	  

–  Even	  the	  simplest	  problems	  can	  be	  easily	  mishandled	  if	  we	  do	  not	  pay	  
a	  lot	  of	  aEen$on…	  

•  and	  even	  in	  the	  simplest	  problems,	  being	  more	  knowledgeable	  in	  sta$s$cs	  
than	  your	  peers	  makes	  you	  a	  beEer	  physicist	  !	  

	  
–  Correla$ons	  may	  produce	  surprising	  results.	  The	  average	  of	  highly-‐

correlated	  measurements	  is	  an	  especially	  dangerous	  case,	  because	  a	  
small	  error	  in	  the	  covariance	  leads	  to	  large	  errors	  in	  the	  point	  es$mate.	  

–  Beware	  of	  faulty	  sta$s$cal	  claims,	  and	  learn	  to	  debunk	  them	  !	  



Sta$s$cal	  Tools	  for	  Data	  Analysis	  
and	  the	  Higgs	  Discovery	  

	  

Part	  2:	  
the	  ingredients	  and	  the	  applica$on	  



Contents	  of	  part	  2	  
•  Modeling	  troubles	  

–  The	  Fisher	  F-‐test	  
•  Confidence	  intervals	  

–  The	  Neyman	  construc$on	  
–  Flip-‐flopping:	  thou	  shalt	  not	  write	  “since	  we	  see	  no	  signal...”	  

•  Hypothesis	  tes$ng	  in	  par$cle	  physics	  
–  Alpha	  versus	  beta	  and	  power	  graphs	  
–  The	  Neyman-‐Pearsons	  lemma	  
–  Systema$c	  uncertain$es	  

•  Bump	  hun$ng	  
–  Significance	  and	  Wilks’	  theorem	  
–  the	  Look-‐elsewhere	  effect	  

•  Higgs	  boson	  searches	  at	  the	  LHC	  
–  Wri$ng	  the	  likelihood	  
–  The	  test	  sta$s$cs	  
–  Handling	  of	  nuisance	  parameters	  
–  typical	  graphs	  and	  data	  presenta$on	  



Finding	  the	  right	  model	  
•  O_en	  in	  HEP,	  astro-‐hep	  etc.	  we	  do	  not	  know	  what	  is	  the	  true	  func$onal	  

form	  the	  data	  are	  drawn	  from	  
–  Can	  in	  specific	  cases	  use	  MC	  simula$ons;	  not	  always	  

•  Extrac$ng	  inference	  from	  a	  spectrum	  is	  thus	  limited:	  	  
	  “I	  see	  a	  departure”	  -‐	  “A	  departure	  from	  what	  ?”	  

Nonetheless,	  we	  rou$nely	  use	  e.g.	  mass	  spectra	  to	  
search	  for	  new	  par$cles	  and	  we	  “guess”	  the	  data	  
shape	  

EG:	  LHC	  searches	  for	  Z’,	  jet-‐jet	  resonances,	  jet	  
ex$nc$on,	  quantum	  black	  holes,	  Ebar	  
resonances,	  compositeness...	  
Also,	  e.g.,	  the	  Higgs	  Hàγγ	  searches	  in	  ATLAS	  
and	  CMS	  !	  
All	  these	  searches	  have	  trouble	  simula$ng	  the	  
reconstructed	  mass	  spectrum	  so	  families	  of	  
possible	  “background	  shapes”	  are	  used	  	  

The	  modeling	  of	  the	  background	  shape	  is	  thus	  a	  
difficult	  problem	  



Fisher’s	  F-‐test	  
•  Suppose	  you	  have	  no	  clue	  of	  the	  real	  func$onal	  form	  followed	  by	  your	  data	  (n	  points)	  

–  or	  even	  suppose	  you	  know	  only	  its	  general	  form	  (e.g.	  polynomial,	  but	  do	  not	  know	  the	  degree)	  
•  You	  may	  try	  a	  func$on	  f1(x;{p1})	  and	  find	  it	  produces	  a	  good	  fit;	  however,	  you	  are	  

unsa$sfied	  about	  some	  addi$onal	  feature	  of	  the	  data	  that	  are	  missed	  by	  the	  model	  
	  
•  You	  may	  try	  a	  more	  complex	  func$on	  –usually	  by	  adding	  one	  or	  more	  parameters	  to	  f1	  

–  this	  ALWAYS	  improves	  the	  absolute	  χ2,	  as	  long	  as	  the	  new	  model	  “embeds”	  the	  old	  one	  (the	  laEer	  
means	  that	  given	  any	  choice	  of	  {p1},	  there	  exists	  a	  set	  {p2}	  such	  that	  f1(x;{p1})==f2(x;{p2})	  

	  How	  to	  decide	  if	  f2	  is	  more	  mo$vated	  than	  f1	  i.e.	  that	  added	  parameters	  are	  useful	  ?	  
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Don’t	  use	  your	  eye!	  Doing	  so	  may	  result	  in	  choosing	  more	  complicated	  func4ons	  	  
than	  necessary	  to	  model	  your	  data,	  with	  the	  result	  that	  your	  sta4s4cal	  uncertainty	  	  
(e.g.	  on	  an	  extrapola4on	  or	  interpola4on	  of	  the	  func4on)	  may	  abnormally	  shrink,	  at	  the	  	  
expense	  of	  a	  modeling	  systema4cs	  which	  you	  have	  liFle	  hope	  to	  es4mate	  correctly.	  	  
à Use	  the	  F-‐test:	  the	  func$on	  F	  

	   	   	   	   	   	  has	  a	  Fisher	  distribu$on	  if	  the	  	  
	   	   	   	   	   	  added	  parameter	  is	  not	  improving	  	  
	   	   	   	   	   	  the	  model.	  

	  
	  



Example	  of	  F-‐test	  
•  Take	  the	  data	  shown	  on	  the	  right,	  and	  try	  to	  pick	  a	  

func$onal	  form	  to	  model	  the	  underlying	  p.d.f.	  
•  At	  first	  sight,	  any	  of	  the	  three	  choices	  shown	  produces	  a	  

meaningful	  fit.	  P(χ2)	  are	  all	  reasonable	  (0.29,	  0.84,	  0.92)	  
•  The	  F-‐test	  allows	  us	  to	  pick	  the	  right	  choice,	  by	  

determining	  if	  the	  addi$onal	  parameter	  in	  going	  from	  a	  
constant	  to	  a	  line,	  or	  from	  a	  line	  to	  a	  p2,	  is	  really	  needed.	  

How	  many	  of	  you	  would	  pick	  the	  constant	  model	  ?	  
The	  linear	  ?	  The	  quadra1c	  ?	  	  
Would	  your	  choice	  change	  if	  α=0.318	  (1-‐sigma)?	  

We	  need	  to	  pre-‐define	  a	  size	  α	  of	  our	  test:	  we	  will	  reject	  the	  	  
“null	  hypothesis”	  that	  the	  addi$onal	  parameter	  is	  useless	  if	  p<α.	  	  
Let	  us	  pick	  α=0.05.	  
We	  define	  p	  as	  the	  probability	  that	  we	  observe	  a	  F	  value	  at	  least	  	  
as	  extreme	  as	  the	  one	  in	  the	  data,	  if	  it	  is	  drawn	  from	  a	  Fisher	  	  
distribu$on	  with	  the	  corresponding	  degrees	  of	  freedom.	  
Note	  that	  we	  are	  implicitly	  also	  selec$ng	  a	  “region	  of	  interest”	  	  
(large	  values	  of	  F)!	  
	  



	  The	  test	  between	  constant	  and	  line	  
yields	  p=0.0146:	  there	  is	  evidence	  
(according	  to	  our	  choice	  of	  α)	  against	  the	  
null	  hypothesis	  (that	  the	  addi$onal	  
parameter	  is	  useless),	  so	  we	  reject	  the	  
constant	  pdf	  and	  take	  the	  linear	  fit	  

The	  test	  between	  linear	  and	  quadra$c	  fit	  
yields	  p=0.1020:	  there	  is	  no	  evidence	  
against	  the	  null	  hypothesis	  (that	  the	  
addi$onal	  parameter	  is	  useless).	  We	  
therefore	  keep	  the	  linear	  model.	  
	  



3	  -‐	  Confidence	  intervals	  



The	  simplest	  confidence	  interval:	  	  
+-‐	  1	  standard	  error	  

•  The	  standard	  devia1on	  is	  used	  in	  most	  simple	  applica$ons	  as	  a	  measure	  
of	  the	  uncertainty	  of	  a	  point	  es4mate	  

•  For	  example:	  N	  observa$ons	  {xi}	  of	  random	  variable	  x	  with	  hypothesized	  
pdf	  f(x;θ),	  with	  θ	  unknown.	  The	  set	  X={xi}	  allows	  to	  construct	  an	  es$mator	  
θ*(X)	  

•  Using	  an	  analy$c	  method,	  or	  the	  RCF	  bound,	  or	  a	  MC	  sampling,	  one	  can	  
es$mate	  the	  standard	  devia$on	  of	  θ*	  

•  The	  value	  θ*+-‐	  σ*
θ*	  is	  then	  reported.	  What	  does	  this	  mean	  ?	  

	  
It	  means	  that	  in	  repeated	  es$mates	  based	  on	  the	  same	  number	  of	  observa$ons	  	  
N	  of	  x,	  θ*	  would	  distribute	  according	  to	  a	  pdf	  G(θ*)	  centered	  around	  a	  true	  value	  θ	  	  
with	  a	  true	  standard	  devia$on	  σθ*,	  respec$vely	  es$mated	  by	  θ*	  and	  σ*

θ*	  
	  
In	  the	  large	  sample	  limit	  G()	  is	  a	  (mul4-‐dimensional)	  Gaussian	  func4on	  
In	  most	  interes$ng	  cases	  for	  physics	  G()	  is	  not	  Gaussian,	  the	  large	  sample	  limit	  	  
does	  not	  hold,	  1-‐sigma	  intervals	  do	  not	  cover	  68.3%	  of	  the	  $me	  the	  true	  parameter,	  	  
and	  we	  have	  beEer	  be	  a	  bit	  more	  $dy	  in	  construc$ng	  intervals.	  	  
But	  we	  need	  to	  have	  a	  hunch	  of	  the	  pdf	  f(x;θ)	  to	  start	  with!	  
	  



Neyman’s	  Confidence	  interval	  recipe	  
•  Specify	  a	  model	  which	  provides	  the	  probability	  

density	  func$on	  of	  a	  par$cular	  observable	  x	  being	  
found,	  for	  each	  value	  of	  the	  unknown	  parameter	  of	  
interest:	  p(x|μ)	  	  

•  Also	  choose	  a	  Type-‐I	  error	  rate	  α	  (e.g.	  32%,	  or	  5%)	  
•  For	  each	  µ,	  draw	  a	  horizontal	  acceptance	  interval	  

[x1,x2]	  such	  that	  	  
	   	  p	  (x∈[x1,x2]	  |	  μ)	  =	  1	  -‐	  α.	  	  
	  There	  are	  infinitely	  many	  ways	  of	  doing	  this:	  it	  
depends	  on	  what	  you	  want	  from	  your	  data	  

–  for	  upper	  limits,	  integrate	  the	  pdf	  from	  x	  to	  infinity	  
–  for	  lower	  limits	  do	  the	  opposite	  
–  might	  want	  to	  choose	  central	  intervals	  

•  	  In	  general:	  an	  ordering	  principle	  is	  needed	  to	  well-‐
define.	  

•  Upon	  performing	  an	  experiment,	  you	  measure	  
x=x*.	  You	  can	  then	  draw	  a	  ver4cal	  line	  through	  it.	  	  
	  	  

à	   	  The	  ver$cal	  confidence	  interval	  [µ1,µ2]	  	  (with	  
Confidence	  Level	  C.L.	  =	  1	  -‐α)	  is	  the	  union	  of	  all	  
values	  of	  μ	  for	  which	  the	  corresponding	  acceptance	  
interval	  is	  intercepted	  by	  the	  ver4cal	  line.	  



Important	  no$ons	  on	  C.	  I.’s	  

	  Let	  the	  unknown	  true	  value	  of	  μ	  be	  μt	  .	  In	  repeated	  experiments,	  the	  confidence	  intervals	  
obtained	  will	  have	  different	  endpoints	  [μ1,	  μ2],	  depending	  on	  the	  random	  variable	  x.	  	  	  
	  A	  frac4on	  C.L.	  =	  1	  –α	  of	  intervals	  obtained	  by	  Neyman’s	  contruc4on	  will	  contain	  (“cover”)	  the	  
fixed	  but	  unknown	  μt	  :	  	  P(	  μt∈[μ1,	  μ2])	  =	  C.L.	  =	  1	  -‐α.	  

What	  is	  a	  vector	  ? 	  	  

Also	  note:	  “repeated	  sampling”	  does	  not	  require	  one	  to	  perform	  the	  same	  experiment	  all	  
of	  the	  $mes	  for	  the	  confidence	  interval	  to	  have	  the	  stated	  proper$es.	  Can	  even	  be	  different	  	  
experiments	  and	  condi$ons!	  A	  big	  issue	  is	  what	  is	  the	  relevant	  space	  of	  experiments	  to	  consider.	  

A	  vector	  is	  an	  element	  of	  a	  vector	  space	  (a	  set	  with	  certain	  proper$es).	  

	   	   	  	  	  	  	  	  	  	  	  defined	  to	  be	  “an	  element	  of	  a	  confidence	  set”,	  the	  laFer	  
being	  a	  set	  of	  intervals	  defined	  to	  have	  the	  property	  of	  frequen4st	  coverage	  under	  sampling!	  
Similarly,	  a	  confidence	  interval	  is	  

It	  is	  important	  thus	  to	  realize	  two	  facts:	  
1)  the	  random	  variables	  in	  this	  equa1on	  are	  μ1and	  μ2,	  and	  not	  μt	  !	  	  
2)  Coverage	  is	  a	  property	  of	  the	  set,	  not	  of	  an	  individual	  interval	  !	  For	  a	  Frequen$st,	  the	  interval	  

either	  covers	  or	  does	  not	  cover	  the	  true	  value,	  regardless	  of	  α.	  	  
à	   	  Classic	  FALSE	  statement	  you	  should	  avoid	  making:	  	  

	  “The	  probability	  that	  the	  true	  value	  is	  within	  µ1	  and	  µ2	  is	  68%”	  !	  	  
The	  confidence	  interval	  instead	  does	  consist	  of	  those	  values	  of	  μ	  for	  which	  the	  
observed	  x	  is	  among	  the	  most	  probable	  (in	  sense	  specified	  by	  ordering	  principle)	  to	  be	  
observed.	  



Example	  of	  Neyman	  construc$on	  
•  Gaussian	  measurement	  with	  known	  sigma	  (σ=1	  

assumed	  in	  graph)	  of	  bounded	  parameter	  μ>=0	  
•  Classical	  method	  for	  α=0.05	  produces	  upper	  limit	  

μ<x+1.64σ	  	  (or	  μ<x+1.28σ	  for	  α=0.1)	  
–  for	  x<-‐1.64	  this	  results	  in	  the	  empty	  set!	  

•  in	  viola$on	  of	  one	  of	  Neyman’s	  own	  demands	  
(confidence	  set	  does	  not	  contains	  empty	  sets)	  

–  Also	  note:	  very	  large	  x<0	  cast	  doubt	  on	  σ=1	  
hypothesis	  à	  rather	  than	  telling	  about	  value	  of	  μ	  
could	  be	  viewed	  as	  a	  GoF.	  Another	  possibility	  is	  to	  
widen	  the	  model	  to	  allow	  σ>1	  

Flip-‐flopping:	  “since	  we	  observe	  no	  significant	  signal,	  we	  proceed	  to	  derive	  upper	  limits…”	  
As	  a	  result,	  the	  upper	  limits	  undercover	  !	  (Unified	  approach	  by	  Feldman	  and	  Cousins	  solves	  
the	  issue.)	  More	  on	  this	  later	  
	  
Note	  on	  undercoverage:	  it	  is	  BAD.	  A	  frequen$st	  won’t	  allow	  it.	  
E.g:	  if	  you	  state	  a	  limit	  or	  an	  interval	  at	  95%	  CL	  and	  it	  turns	  out	  that,	  for	  the	  true	  value	  μ,	  
the	  coverage	  is	  actually	  85%,	  ...	  
	  

α=0.05	  

you	  have	  underes1mated	  the	  error	  bars	  of	  your	  measurement	  by	  a	  factor	  of	  three	  !!!	  



Confidence	  Intervals	  and	  Flip-‐Flopping	  

•  Here	  we	  want	  to	  understand	  a	  couple	  of	  issues	  that	  the	  Neyman	  
construc$on	  can	  run	  into,	  for	  a	  very	  common	  case:	  the	  measurement	  of	  a	  
bounded	  parameter	  and	  the	  deriva$on	  of	  upper	  limits	  on	  its	  value	  

•  Typical	  observables	  falling	  in	  this	  category:	  cross	  sec$on	  for	  a	  new	  
phenomenon;	  or	  neutrino	  mass	  

•  We	  take	  the	  simplifying	  assump$on	  that	  we	  do	  	  
	  a	  unbiased	  Gaussian-‐resolu$on	  measurement;	  	  
	  we	  also	  renormalize	  measured	  values	  such	  that	  	  
	  the	  variance	  is	  1.0.	  In	  that	  case	  if	  μ	  is	  the	  true	  	  
	  value,	  our	  experiment	  will	  return	  a	  value	  x	  which	  	  
	  is	  distributed	  as	  	  

Impossibile visualizzare l'immagine. La memoria del computer potrebbe essere insufficiente per aprire l'immagine oppure l'immagine potrebbe essere danneggiata. Riavviare il computer e aprire di nuovo il file. Se viene visualizzata di nuovo la x rossa, potrebbe 
essere necessario eliminare l'immagine e inserirla di nuovo.

observed	  value	  x	  
tr
ue

	  v
al
ue

	  μ
	  

Nota	  bene:	  x	  may	  assume	  nega$ve	  values!	  



	  The	  avtude	  that	  one	  might	  take,	  upon	  measuring,	  say,	  a	  higgs	  cross	  sec$on	  which	  
is	  nega$ve	  (say	  if	  your	  backgrounds	  fluctuated	  up	  such	  that	  Nobs<Bexp),	  is	  to	  quote	  
zero,	  and	  report	  an	  upper	  limit	  which,	  in	  units	  of	  sigma,	  is	  	  
	   	   	  xup=sqrt(2)*ErfInverse(1-‐2α)	  
	  where	  α	  is	  the	  desired	  confidence	  level.	  Xup	  is	  such	  that	  the	  integral	  of	  the	  
Gaussian	  from	  minus	  infinity	  to	  xup	  is	  1-‐α	  (one-‐tailed	  test).	  
	  	  

If,	  however,	  one	  finds	  x>D	  (say,	  3-‐sigma	  or	  5-‐
sigma),	  one	  o_en	  feels	  en$tled	  to	  say	  one	  has	  
“measured”	  a	  non-‐zero	  value	  of	  the	  parameter	  –	  
a	  discovery	  of	  the	  Higgs,	  or	  a	  measurement	  of	  a	  
non-‐zero	  neutrino	  mass.	  What	  the	  physicist	  will	  
then	  report	  is	  rather	  an	  interval:	  to	  be	  consistent	  
with	  the	  chosen	  test	  size	  α,	  he	  will	  then	  quote	  
central	  intervals	  which	  cover	  at	  the	  same	  level:	  	  
xmeas+-‐E(α/2),	  with	  

	  E(α)	  =	  sqrt(2)*ErfInverse(1-‐2*α).	  	  
The	  confidence	  belt	  may	  then	  take	  the	  form	  
shown	  on	  the	  graph	  on	  the	  right.	  
	  

α=0.10,	  
Z>5	  discovery	  
threshold	  



Flip-‐Flopping	  
•  Interes$ng	  typical	  case:	  alpha=0.05	  –	  0.1,	  D=4-‐5	  
•  E.g.	  alpha=0.05,	  D=4.5,	  with	  N_pexp=100000:	   In	  the	  simple	  Gaussian	  example,	  

the	  coverage	  can	  be	  obtained	  
analy$cally	  by	  finding	  the	  integral	  of	  	  
the	  covered	  area	  for	  each	  region	  
of	  the	  belt	  

Under	  
coverage!	   measured	  μ	  

measured	  x	  



Hypothesis	  tes$ng:	  generali$es	  
We	  are	  o_en	  concerned	  with	  proving	  or	  disproving	  a	  theory,	  or	  comparing	  and	  
choosing	  between	  different	  hypotheses.	  
	  
In	  general	  this	  is	  a	  different	  problem	  than	  that	  of	  es$ma$ng	  a	  parameter,	  but	  the	  two	  
are	  $ghtly	  connected.	  
	  
If	  nothing	  is	  known	  a	  priori	  about	  a	  parameter,	  naturally	  one	  uses	  the	  data	  to	  es1mate	  it;	  
if	  however	  a	  theore$cal	  predic$on	  exists	  on	  a	  par$cular	  value,	  the	  problem	  is	  more	  
proficuously	  formulated	  as	  a	  test	  of	  hypothesis.	  
	  
Within	  the	  idea	  of	  hypothesis	  tes$ng	  one	  
must	  also	  consider	  goodness-‐of-‐fit	  tests:	  
in	  that	  case	  there	  is	  only	  one	  hypothesis	  
to	  test	  (e.g.	  a	  par$cular	  value	  of	  a	  parameter	  	  
as	  opposed	  to	  any	  other	  value),	  so	  some	  of	  the	  	  
possible	  techniques	  are	  not	  applicable	  
	  
A	  hypothesis	  is	  simple	  if	  it	  is	  completely	  
specified;	  otherwise	  (e.g.	  if	  depending	  on	  
the	  unknown	  value	  of	  a	  parameter)	  it	  is	  called	  composite.	  



Nuts	  and	  bolts	  of	  Hypothesis	  tes$ng	  
•  H0:	  null	  hypothesis	  	  
•  H1:	  alternate	  hypothesis	  
•  Three	  main	  parameters	  in	  the	  game:	  

–  α:	  type-‐I	  error	  rate;	  probability	  that	  H0	  is	  true	  although	  you	  accept	  the	  
alterna$ve	  hypothesis	  

–  β:	  type-‐II	  error	  rate;	  probability	  that	  you	  fail	  to	  claim	  a	  discovery	  (accept	  H0)	  
when	  in	  fact	  H1	  is	  true	  

–  θ,	  parameter	  of	  interest	  (describes	  a	  con$nuous	  hypothesis,	  for	  which	  H0	  is	  a	  
par$cular	  value).	  E.g.	  θ=0	  might	  be	  a	  zero	  cross	  sec$on	  for	  a	  new	  par$cle	  

•  Common	  for	  H0	  to	  be	  nested	  in	  H1	  

Can	  compare	  different	  methods	  by	  plovng	  α	  vs	  β	  vs	  the	  
parameter	  of	  interest	  

-‐	  Usually	  there	  is	  a	  tradeoff	  between	  α	  and	  β;	  o_en	  a	  
subjec$ve	  decision,	  involving	  cost	  of	  the	  two	  different	  errors.	  	  
-‐	  Tests	  may	  be	  more	  powerful	  in	  specific	  regions	  of	  an	  
interval	  (e.g.	  a	  Higgs	  mass)	  

In	  classical	  hypothesis	  tes$ng,	  test	  of	  σ=0	  for	  the	  Higgs	  
equates	  to	  asking	  whether	  σ=0	  is	  in	  the	  confidence	  interval.	  	  

Above,	  a	  smaller	  α	  is	  paid	  	  
with	  a	  larger	  type-‐II	  error	  
rate	  (yellow	  area)	  	  
à	  smaller	  power	  1-‐β	




Alpha	  vs	  Beta	  and	  
power	  graphs	  

•  Very	  general	  framework	  of	  classifica$on	  
•  Choice	  of	  α	  and	  β	  is	  conflic$ng:	  where	  to	  stay	  in	  the	  

curve	  provided	  by	  your	  analysis	  method	  highly	  
depends	  on	  habits	  in	  your	  field	  

•  What	  makes	  a	  difference	  is	  the	  test	  sta$s$cs:	  note	  
how	  the	  N-‐P	  likelihood-‐ra$o	  test	  outperforms	  others	  
in	  the	  figure	  	  [James	  2006]	  –	  reason	  is	  N-‐P	  lemma	  

•  As	  data	  size	  increases,	  power	  curve	  becomes	  closer	  to	  
step	  func$on	  

The	  power	  of	  a	  test	  usually	  also	  
depends	  on	  the	  parameter	  of	  
interest:	  different	  methods	  may	  
have	  beEer	  performance	  in	  
different	  parameter	  space	  points.	  
	  
UMP	  (uniformly	  most	  powerful):	  
has	  the	  highest	  power	  for	  any	  θ	




The	  Neyman-‐Pearson	  Lemma	  
•  For	  simple	  hypothesis	  tes$ng	  there	  is	  a	  recipe	  to	  find	  the	  most	  powerful	  test.	  It	  is	  

based	  on	  the	  likelihood	  ra$o.	  
•  Take	  data	  X={X1…XN}	  and	  two	  hypotheses	  depending	  on	  	  

	  the	  values	  of	  a	  discrete	  parameter:	  H0={θ=θ0}	  vs	  H1{θ=θ1}.	  	  
	  If	  we	  write	  the	  expressions	  of	  size	  α	  and	  power	  1-‐β	  we	  have	  

	  The	  problem	  is	  then	  to	  find	  the	  cri$cal	  region	  wα	  such	  that	  1-‐β	  is	  maximized,	  given	  α.	  
We	  rewrite	  the	  expression	  for	  power	  as	  

	  
	  

	  which	  is	  an	  expecta$on	  value:	  
	  

	  This	  is	  maximized	  if	  we	  accept	  in	  wα	  all	  the	  values	  for	  which	  
	  

	  So	  one	  chooses	  H0	  if	  	  	  
	  and	  H1	  if	  instead	  

	  
	  In	  order	  for	  this	  to	  work,	  the	  likelihood	  ra$o	  must	  be	  defined	  in	  all	  space;	  hypotheses	  
must	  be	  simple.	  The	  test	  above	  is	  called	  Neyman-‐Pearson	  test,	  and	  a	  test	  with	  such	  
proper$es	  is	  the	  most	  powerful.	  
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Treatment	  of	  Systema$c	  Uncertain$es	  
•  Sta$s$cians	  call	  these	  nuisance	  parameters	  
•  Any	  measurement	  in	  HEP	  is	  affected	  by	  them:	  the	  turning	  of	  an	  observa$on	  into	  

a	  measurement	  requires	  assump$ons	  about	  parameters	  and	  other	  quan$$es	  
whose	  exact	  value	  is	  not	  perfectly	  known	  à	  their	  uncertainty	  affects	  the	  main	  
measurement	  
–  Going	  from	  a	  event	  count	  to	  a	  cross	  sec$on	  requires	  knowing	  Nb,	  L,	  εsel,	  εtrig	  …	  
–  measurements	  which	  are	  subsidiary	  to	  the	  main	  result	  

•  Inclusion	  of	  nuisances	  in	  interval	  es$ma$on	  or	  hypothesis	  tes$ng	  introduces	  complica$ons.	  
	  	  

–  Bayesian	  treatment:	  one	  constructs	  the	  mul$-‐dimensional	  prior	  pdf	  p(θ)Πip(λi)	  including	  all	  the	  
parameters	  λi,	  mul$plies	  by	  p(X0|θ,λ),	  and	  integrates	  all	  of	  the	  nuisances	  out,	  remaining	  with	  p(θ|X0)	  

–  Classical	  frequen1st	  treatment:	  scan	  the	  space	  of	  nuisance	  parameters;	  for	  each	  point	  do	  Neyman	  
construc$on,	  obtaining	  mul$-‐dimensional	  confidence	  region;	  project	  on	  parameter	  of	  interest	  

–  Likelihood	  ra1o:	  for	  each	  value	  of	  the	  parameter	  of	  interest	  θ*,	  one	  finds	  the	  value	  of	  nuisances	  that	  
globally	  maximizes	  the	  likelihood,	  and	  the	  corresponding	  L(θ*).	  The	  set	  of	  such	  likelihoods	  is	  called	  the	  
profile	  likelihood.	  

•  Each	  “method”	  has	  problems	  	  (B:	  mul$-‐D	  priors;	  C:	  overcoverage	  and	  intractability;	  L:	  
undercoverage)	  –	  this	  is	  a	  topic	  at	  the	  forefront	  of	  research,	  for	  which	  no	  general	  recipe	  is	  
valid.	  	  

•  O_en	  used	  are	  “hybrid”	  methods	  for	  integra$ng	  nuisance	  parameters	  out:	  for	  instance,	  
treat	  nuisance	  parameters	  in	  a	  Bayesian	  way	  while	  trea$ng	  the	  parameter	  of	  interest	  in	  a	  
frequen$st	  way	  (will	  see	  a	  varia$on	  of	  this	  in	  the	  Higgs	  search	  case).	  	  

•  Also	  possible	  is	  using	  Bayesian	  techniques	  and	  then	  evaluate	  their	  coverage	  proper$es.	  



Notes	  on	  Goodness-‐of-‐fit	  tests	  
•  If	  H0	  is	  specified	  but	  the	  alterna$ve	  H1	  is	  not,	  then	  only	  the	  Type	  I	  error	  rate	  α	  can	  be	  

calculated,	  since	  the	  Type	  II	  error	  rate	  β	  depends	  on	  having	  specified	  a	  par$cular	  H1.	  	  
	  In	  this	  case	  the	  test	  is	  called	  a	  test	  for	  goodness-‐of-‐fit	  (to	  H0).	  

•  The	  ques$on	  “Which	  g.o.f.	  test	  is	  best?”	  is	  ill-‐posed,	  since	  the	  power	  depends	  on	  the	  
alterna$ve	  hypothesis,	  which	  is	  not	  given.	  	  

•  In	  spite	  of	  the	  popularity	  of	  tests	  which	  give	  a	  sta$s$cs	  one	  may	  directly	  connect	  with	  
the	  size	  α	  (in	  par$cular	  χ2	  and	  Kolomogorov	  tests),	  their	  ability	  to	  discriminate	  against	  
varia$ons	  with	  respect	  to	  H0	  may	  be	  poor,	  i.e.	  they	  may	  have	  	  small	  power	  (1-‐β)	  against	  
relevant	  alterna$ve	  hypotheses	  

–  χ2	  	  throws	  away	  informa$on	  (sign,	  ordering)	  
–  Kolmogorov	  –Smirnov	  test	  only	  sensi$ve	  to	  biases,	  not	  to	  shape	  varia$ons,	  and	  has	  terrible	  

performance	  on	  tails	  

Note	  the	  duality	  with	  confidence	  intervals:	  one	  might	  test	  the	  hypothesis	  θ=θtest	  using	  θ*	  
as	  test	  sta$s$c.	  If	  we	  define	  the	  region	  θ*>=θ*obs	  as	  having	  equal	  or	  less	  agreement	  with	  
the	  hypothesis	  than	  the	  result	  obtained,	  then	  the	  p-‐value	  of	  the	  test	  is	  α.	  

but	  for	  the	  c.i.	  the	  probability	  α	  is	  specified	  first,	  and	  the	  value	  θtest	  is	  the	  random	  
variable	  (depends	  on	  data);	  in	  a	  G.o.F.	  test	  for	  θtest,	  we	  specify	  θtest	  and	  the	  p-‐value	  is	  
the	  result.	  

	  



Choosing	  the	  region	  of	  interest	  
•  Feynman’s	  example:	  	  

	  “Upon	  walking	  here	  this	  morning,	  the	  strangest	  thing	  ever	  
happened	  to	  me.	  A	  car	  passed	  by,	  and	  I	  could	  read	  the	  
plate:	  JKZ	  0533.	  How	  weird	  is	  that	  ??!	  The	  probability	  that	  I	  
saw	  such	  a	  combina4on	  of	  leFers	  and	  numbers	  (assuming	  
they	  are	  all	  used	  in	  this	  country)	  is	  one	  in	  10000*263,	  or	  one	  
in	  eightyeight	  millions!”	  

	  Correct…	  The	  paradox	  arises	  from	  not	  having	  defined	  
beforehand	  the	  region	  of	  interest!	  

A	  more	  common	  one:	  you	  have	  a	  coun$ng	  experiment	  where	  
background	  is	  predicted	  to	  be	  100	  events.	  You	  observe	  	  80	  events.	  
How	  rare	  is	  that	  ?	  
	   Ill-‐posed	  ques1on	  !	  Depends,	  to	  say	  the	  least,	  on	  whether	  
you	  are	  interested	  only	  in	  excesses	  or	  in	  absolute	  
departures!	  	  
In	  the	  first	  case	  the	  region	  of	  interest	  is	  N>=x,	  which,	  for	  
x=80,	  corresponds	  to	  a	  frac$onal	  area	  p	  =	  0.977.	  	  
In	  the	  second	  case,	  the	  region	  of	  interest	  is	  |N-‐100|>=|
x-‐100|	  which	  for	  x=80	  has	  an	  integral	  p	  =	  0.0455.	  
	  
And	  one	  might	  imagine	  other	  ways	  to	  answer	  –	  a	  no-‐
brainer	  being	  p=e-‐100	  10080/80!	  	  



Evalua$ng	  significance	  
•  In	  HEP	  a	  common	  problem	  is	  the	  evalua$on	  of	  a	  significance	  in	  a	  coun$ng	  

experiment.	  Significance	  is	  usually	  measured	  in	  “number	  of	  sigma’s”	  à	  
implicit	  Gaussian	  approx.	  

•  We	  have	  already	  seen	  examples	  of	  this.	  It	  is	  common	  to	  cast	  the	  problem	  in	  
terms	  of	  a	  Goodness-‐of-‐Fit	  test	  of	  a	  null	  hypothesis	  H0	  

•  Expect	  b	  events	  from	  background,	  test	  for	  a	  signal	  contribu$ng	  s	  events	  by	  a	  
Poisson	  experiment:	  then 	  f(n|b+s)	  =	  (b+s)n	  e-‐(b+s)/n!	  

•  Upon	  observing	  Nobs,	  can	  assign	  a	  probability	  to	  the	  observa$on	  as	  	  

∑
−

=

−

−=≥
1

0 !
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Please	  note:	  this	  is	  not	  the	  probability	  of	  H0	  being	  true	  !!	  It	  is	  the	  probability	  that,	  H0	  being	  
true,	  we	  observe	  Nobs	  events	  or	  more	  
	  
Take	  b=1.1,	  Nobs=10:	  then	  p=2.6E-‐7	  à	  a	  5σ	  discovery.	  Similar	  for	  b=0.05,	  Nobs=4.	  	  
	  
Also,	  please	  note:	  if	  you	  use	  a	  small	  number	  of	  events	  to	  measure	  a	  cross	  sec$on,	  you	  will	  
have	  large	  error	  bars	  (whatever	  your	  method	  of	  evalua$ng	  a	  confidence	  interval	  for	  the	  true	  
mean!).	  For	  instance	  if	  b=0,	  N=5,	  Likelihood-‐ra$o	  intervals	  give	  3.08	  <	  s	  <	  7.58,	  i.e.	  s=5-‐1.92+2.58	  .	  
Does	  that	  mean	  we	  are	  less	  than	  3-‐sigma	  away	  from	  zero	  ?	  NO	  !	  



More	  on	  the	  Look-‐Elsewhere	  Effect	  
•  The	  problem	  of	  accoun$ng	  for	  the	  mul$plicity	  of	  places	  where	  a	  signal	  could	  have	  arisen	  by	  

chance	  is	  apparently	  easy	  to	  solve:	  
–  Rule	  of	  thumb	  ?	  
–  Run	  toys	  by	  simula$ng	  a	  mass	  distribu$on	  according	  to	  H0	  alone,	  with	  N=Nobs	  (remember:	  thou	  shalt	  

condi1on!),	  deriving	  the	  distribu$on	  of	  -‐2ΔlnL	  	  

•  Running	  toys	  is	  some$mes	  imprac$cal	  (see	  Higgs	  combina$on);	  it	  is	  also	  illusory	  to	  believe	  
one	  is	  actually	  accoun$ng	  fully	  for	  the	  trials	  factor	  

–  In	  typical	  analyses	  one	  has	  looked	  at	  a	  number	  of	  distribu$ons	  for	  departures	  from	  H0	  
–  Even	  if	  the	  observable	  is	  just	  one	  (say	  a	  Mjj)	  one	  o_en	  is	  guilty	  of	  having	  checked	  many	  possible	  cut	  

combina$ons	  
–  If	  a	  signal	  appears	  in	  a	  spectrum,	  it	  is	  o_en	  natural	  to	  try	  and	  find	  the	  corner	  of	  phase	  space	  where	  it	  is	  

most	  significant;	  then	  “a	  posteriori”	  one	  is	  o_en	  led	  into	  jus$fying	  the	  choice	  of	  selec$on	  cuts	  
–  A	  HEP	  experiment	  runs	  O(100)	  analyses	  on	  a	  given	  dataset	  and	  O(1000)	  distribu$ons	  are	  checked	  for	  

departures.	  A	  departure	  may	  occur	  in	  any	  one	  of	  20	  places	  in	  a	  histogram	  à	  trials	  factor	  is	  O(20k)	  
–  This	  means	  that	  one	  should	  expect	  a	  4-‐sigma	  bump	  to	  naturally	  arise	  by	  chance	  in	  any	  given	  HEP	  

experiment	  !	  	  (à	  Well	  borne	  out	  by	  past	  experience…)	  Beware	  of	  quick	  conclusions!	  

•  In	  reality	  the	  trials	  factor	  depends	  also	  on	  the	  significance	  of	  the	  local	  fluctua$on	  (which	  can	  
be	  evaluated	  by	  fixing	  the	  mass,	  such	  that	  ΔNdof=1).	  Gross	  and	  Vitells	  [Vitells	  2010]	  
demonstrate	  that	  a	  beEer	  “rule	  of	  thumb”	  is	  provided	  by	  the	  formula	  

	  where	  k	  	  is	  typically	  1/3	  and	  can	  be	  es$mated	  by	  coun$ng	  the	  average	  number	  of	  local	  
minima	  	  <N>=k	  (Mmax-‐Mmin)/σM	  

fix
M

ZMMkTF
σ

minmax −=



Higgs	  Searches	  at	  LHC	  
•  The	  Higgs	  boson	  has	  been	  sought	  by	  ATLAS	  and	  CMS	  in	  all	  the	  main	  produc$on	  processes	  

and	  in	  a	  number	  of	  different	  final	  states,	  resul$ng	  from	  the	  varied	  decay	  modes:	  
–  qqàHqq	  
–  ggàH	  
–  qq(‘)àVH	  
	  
–  HàZZ	  
–  HàWW	  
–  Hàgg	  
–  HàE	  
–  Hàbb	  

The	  method	  used	  to	  set	  upper	  limits	  on	  the	  Higgs	  boson	  cross	  sec$on	  is	  called	  CLs	  and	  
the	  test	  sta$s$cs	  is	  a	  profile	  log-‐likelihood	  ra$o.	  Dozens	  of	  nuisance	  parameters,	  with	  
either	  0%	  or	  100%	  correla$ons,	  are	  considered	  
Results	  have	  been	  produced	  as	  a	  combined	  upper	  limit	  on	  the	  “strength	  modifier”	  μ=σ/
σSM,	  as	  well	  as	  a	  “best	  fit	  value”	  for	  μ,	  and	  a	  combined	  p-‐value	  of	  the	  null	  hypothesis.	  All	  
of	  these	  are	  produced	  as	  a	  func$on	  of	  the	  unknown	  Higgs	  boson	  mass.	  
The	  technology	  is	  an	  advanced	  topic.	  We	  can	  give	  a	  peek	  at	  the	  main	  points,	  including	  
the	  construc$on	  of	  the	  CLs	  sta$s$cs	  and	  the	  treatment	  of	  nuisances,	  to	  understand	  the	  
main	  architecture	  



Nuts	  and	  Bolts	  of	  Higgs	  Combina$on	  
	  The	  recipe	  must	  be	  explained	  in	  steps.	  The	  first	  one	  is	  of	  course	  the	  one	  of	  wri$ng	  down	  extensively	  the	  
likelihood	  func$on!	  

1)  One	  writes	  a	  global	  likelihood	  func$on,	  whose	  parameter	  of	  interest	  is	  the	  strength	  modifier	  μ.	  If	  s	  and	  
b	  denote	  signal	  and	  background,	  and	  θ	  is	  a	  vector	  of	  systema$c	  uncertain$es,	  one	  can	  generically	  write	  
for	  a	  single	  channel:	  

	  
	  Note	  that	  θ	  has	  a	  “prior”	  coming	  from	  a	  hypothe$cal	  auxiliary	  measurement.	  	  
	  In	  the	  LHC	  combina$on	  of	  Higgs	  searches,	  nuisances	  are	  treated	  in	  a	  frequen$st	  way	  
	  by	  taking	  for	  them	  the	  likelihood	  which	  would	  have	  produced	  as	  posterior,	  given	  a	  flat	  prior,	  
	  the	  PDF	  one	  believes	  the	  nuisance	  is	  	  distributed	  from.	  This	  differs	  from	  the	  Tevatron	  and	  LEP	  
	  Higgs	  searches.	  
	  	  
	  In	  L	  one	  may	  combine	  many	  different	  search	  channels	  where	  a	  coun$ng	  experiment	  is	  performed	  as	  
the	  product	  of	  their	  Poisson	  factors:	  

	  
	  
	  

	  or	  from	  a	  unbinned	  likelihood	  over	  k	  events,	  factors	  such	  as:	  
	  



2)	  One	  then	  constructs	  a	  profile	  likelihood	  test	  sta$s$cs	  qμ	  as	  
	  
	  

	  Note	  that	  the	  denominator	  has	  L	  computed	  with	  the	  values	  of	  μ^	  and	  θ^	  that	  globally	  
maximize	  it,	  while	  the	  numerator	  has	  θ=θ^μ	  computed	  as	  the	  condi$onal	  maximum	  
likelihood	  es$mate,	  given	  μ.	  	   	  	  
	  A	  constraint	  is	  posed	  on	  the	  MLE	  μ^	  to	  be	  confined	  in	  0<=μ^<=μ:	  this	  avoids	  nega$ve	  
solu$ons	  for	  the	  cross	  sec$on,	  and	  ensures	  that	  best-‐fit	  values	  above	  the	  signal	  
hypothesis	  μ	  are	  not	  counted	  as	  evidence	  against	  it.	  

	  
	  The	  above	  defini$on	  of	  a	  test	  sta$s$cs	  for	  CLs	  in	  Higgs	  analyses	  differs	  from	  earlier	  
instan$a$ons	  
	  -‐	  LEP:	  no	  profiling	  of	  nuisances	  
	  -‐	  Tevatron:	  μ=0	  in	  L	  at	  denominator	  

3)	  ML	  values	  θμ^	  for	  H1	  and	  θ0^	  for	  H0	  	  
	  are	  then	  computed,	  given	  the	  data	  
	  and	  μ=0	  (bgr-‐only)	  and	  μ>0	  	  

4)	  Pseudo-‐data	  is	  then	  generated	  for	  the	  	  
	  two	  hypotheses,	  using	  the	  above	  ML	  	  
	  es$mates	  of	  the	  nuisance	  parameters.	  	  
	  With	  the	  data,	  one	  constructs	  the	  pdf	  	  
	  of	  the	  test	  sta$s$cs	  given	  a	  signal	  of	  	  
	  strength	  μ	  	  (H1)	  and	  μ=0	  (H0).	  This	  way	  
	  has	  good	  coverage	  proper$es.	  

	  



5)	  With	  the	  pseudo-‐data	  one	  can	  then	  compute	  the	  integrals	  defining	  p-‐values	  for	  the	  two	  
hypotheses.	  For	  the	  signal	  plus	  background	  hypothesis	  H1	  one	  has	  

	  and	  for	  the	  null,	  background-‐only	  H0	  one	  has	  
	  
	  

	  	  
	  
6)	  Finally	  one	  can	  compute	  the	  value	  called	  CLs	  as	  	  
	  

	   	   	  CLs	  =	  pμ/(1-‐pb)	  
	  

	  CLs	  is	  thus	  a	  “modified”	  p-‐value,	  in	  the	  sense	  that	  it	  describes	  how	  likely	  it	  is	  that	  the	  
value	  of	  test	  sta$s$cs	  is	  observed	  under	  the	  alterna$ve	  hypothesis	  by	  also	  accoun$ng	  
for	  how	  likely	  the	  null	  is:	  the	  drawing	  incorrect	  inferences	  based	  on	  extreme	  values	  of	  pμ	  
is	  “damped”,	  and	  cases	  when	  one	  has	  no	  real	  discrimina$ng	  power,	  approaching	  the	  
limit	  f(q|μ)=f(q|0),	  are	  prevented	  from	  allowing	  to	  exclude	  the	  alternate	  hypothesis.	  	  

	  
7)	  We	  can	  then	  exclude	  H1	  when	  CLs	  <	  α,	  the	  (defined	  in	  advance	  !)	  size	  of	  the	  test.	  In	  the	  

case	  of	  Higgs	  searches,	  all	  mass	  hypotheses	  H1(M)	  for	  which	  CLs<0.05	  are	  said	  to	  be	  
excluded	  (one	  would	  rather	  call	  them	  “disfavoured”…)	  

	  
	  
	  
	  
	  



Deriva$on	  of	  expected	  limits	  

	  One	  starts	  with	  the	  background-‐only	  
hypothesis	  μ=0,	  and	  determines	  a	  
distribu$on	  of	  possible	  outcomes	  of	  
the	  experiment	  with	  toys,	  obtaining	  
the	  CLs	  test	  sta$s$cs	  distribu$on	  for	  
each	  inves$gated	  Higgs	  mass	  point	  

	  
	  	  From	  CLs	  one	  obtains	  the	  PDF	  of	  upper	  limits	  

μUL	  on	  μor	  each	  Mh.	  [E.g.	  on	  the	  right	  we	  
assumed	  b=1	  and	  s=0	  for	  μ=0,	  
whereas	  μ=1	  would	  produce	  <s>=1]	  
	  
Then	  one	  computes	  the	  cumula$ve	  PDF	  of	  μUL	  

	  
Finally,	  one	  can	  derive	  the	  median	  and	  the	  
intervals	  for	  μ	  which	  correspond	  to	  2.3%,	  
15.9%,	  50%,	  84.1%,	  97.7%	  quan$les.	  These	  
define	  the	  “expected-‐limit	  bands”	  and	  their	  
center.	  



Significance	  in	  the	  Higgs	  search	  
•  To	  test	  for	  the	  significance	  of	  an	  excess	  of	  events,	  given	  a	  Mh	  

hypothesis,	  one	  uses	  the	  bgr-‐only	  hypothesis	  and	  constructs	  
a	  modified	  version	  of	  the	  q	  test	  sta$s$cs:	  

•  This	  $me	  we	  are	  tes$ng	  any	  μ>0	  versus	  the	  H0	  hypothesis.	  
One	  builds	  the	  distribu$on	  f(q0|0,θ0^obs)	  by	  genera$ng	  
pseudo-‐data,	  and	  derives	  a	  p-‐value	  corresponding	  to	  a	  given	  
observa$on	  as	  	  

	  

One	  then	  converts	  p	  into	  Z	  using	  the	  rela$on	  	  
	  
where	  pχ2	  is	  the	  survival	  func$on	  for	  the	  1-‐dof	  chi2.	  

O_en	  it	  is	  imprac$cal	  to	  generate	  large	  datasets	  given	  the	  complexity	  of	  the	  
search	  (dozens	  of	  search	  channels	  and	  sub-‐channels,	  correlated	  among	  each	  
other).	  One	  then	  relies	  on	  a	  very	  good	  asympto$c	  approxima$on:	  
	  
The	  derived	  p-‐value	  and	  the	  corresponding	  Z	  value	  are	  “local”:	  they	  
correspond	  to	  the	  specific	  hypothesis	  that	  has	  been	  tested	  (a	  specific	  Mh)	  as	  
q0	  also	  depends	  on	  Mh	  (the	  search	  changes	  as	  Mh	  varies)	  
	  
When	  dealing	  with	  many	  searches,	  one	  needs	  to	  get	  a	  
global	  p-‐value	  and	  significance,	  i.e.	  evaluate	  a	  trials	  factor.	  
How	  to	  do	  it	  in	  complex	  situa$ons	  is	  explained	  in	  the	  next	  
slide.	  



Trials	  factors	  in	  the	  Higgs	  search	  
	  When	  dealing	  with	  complex	  cases	  (Higgs	  combina$on),	  the	  complica$on	  of	  
combining	  many	  different	  search	  channels	  makes	  the	  op$on	  of	  throwing	  huge	  
number	  of	  toys	  imprac$cal.	  

	  
	  Fortunately	  it	  has	  been	  shown	  how	  the	  trials	  factor	  can	  be	  counted	  in.	  First	  of	  all	  
one	  defines	  a	  test	  sta$s$cs	  encompassing	  all	  possible	  Higgs	  mass	  values.	  

	  
	  
	  
	  

	  This	  is	  the	  maximum	  of	  the	  test	  sta$s$cs	  defined	  above	  for	  the	  bgr-‐only,	  across	  
the	  many	  tests	  performed	  at	  the	  various	  possible	  masses	  of	  the	  Higgs	  boson.	  

	  
	  One	  can	  use	  an	  asympto$c	  “regularity”	  of	  the	  distribu$on	  of	  the	  above	  q	  to	  get	  
a	  global	  p-‐value	  by	  using	  a	  technique	  	  derived	  by	  Gross	  and	  Vidells	  [Vitells	  2010].	  

	  
	  
	  

	  	  



Local	  minima	  and	  upcrossings	  
	  	  
	  One	  counts	  the	  number	  of	  “upcrossings”	  of	  the	  distribu$on	  of	  the	  test	  sta$s$cs,	  as	  a	  
func$on	  of	  mass.	  Its	  wiggling	  tells	  how	  many	  independent	  places	  one	  has	  been	  searching	  in.	  
	  The	  number	  of	  local	  minima	  in	  the	  fit	  to	  a	  distribu$on	  is	  closely	  connected	  to	  the	  freedom	  of	  
the	  fit	  to	  pick	  signal-‐like	  fluctua$ons	  in	  the	  inves$gated	  range	  

	  The	  number	  of	  $mes	  that	  the	  test	  sta$s$cs	  (below,	  the	  likelihood	  ra$o	  between	  H1	  and	  H0)	  
crosses	  some	  reference	  point	  is	  a	  measure	  of	  the	  trials	  factor.	  One	  es$mates	  the	  global	  p-‐
value	  with	  the	  number	  N0	  of	  upcrossings	  from	  a	  minimal	  value	  of	  the	  q0	  test	  sta$s$cs	  (for	  
which	  p=p0)	  by	  the	  formula	  

The	  number	  of	  upcrossings	  can	  be	  best	  es$mated	  
using	  the	  data	  themselves	  at	  a	  low	  value	  of	  	  
significance,	  as	  it	  has	  been	  shown	  that	  the	  
dependence	  on	  Z	  is	  	  
a	  simple	  nega$ve	  	  
exponen$al:	  



Example	  
•  Imagine	  that	  you	  scan	  the	  Higgs	  mass	  and	  find	  a	  maximum	  q0	  of	  9,	  which	  according	  

to	  	  

	  corresponds	  to	  a	  local	  p-‐value	  of	  0.13%	  and	  a	  local	  Z-‐value	  of	  3σ,	  the	  laEer	  
computed	  using	  

•  You	  then	  look	  at	  the	  distribu$on	  of	  q0	  as	  a	  func$on	  of	  Mh	  and	  count	  the	  number	  of	  
upcrossings	  at	  a	  level	  u0=1	  (where	  the	  significance	  is	  Z=1	  as	  per	  above	  formulas)	  
finding	  that	  there	  are	  8	  of	  them.	  You	  can	  then	  get	  <Nu>	  for	  u=9	  using	  

	  
	  

	  which	  gives	  <Nu>=0.1465	  
	  
•  The	  global	  p-‐value	  can	  be	  then	  computed	  by	  the	  formula	  

	  one	  finds	  pglob=0.1465+0.0013	  ,	  and	  concludes	  that	  the	  trial	  factor	  is	  about	  100	  in	  
this	  case.	  



Results	  of	  Higgs	  Search:	  CMS	  2011	  
•  Let	  us	  first	  of	  all	  take	  the	  December	  

2011	  CMS	  result	  as	  an	  example	  for	  
looking	  at	  a	  few	  graphs.	  

•  The	  observed	  limit	  on	  μ	  is	  compared	  
with	  the	  expected	  one.	  The	  laEer	  is	  
derived	  from	  pseudo-‐data	  by	  
performing	  the	  same	  procedure	  as	  on	  
real	  data,	  deriving	  the	  shape	  of	  the	  95%	  
CL	  limit	  with	  CLs	  for	  each	  mass	  point,	  
and	  calcula$ng	  the	  percen$les	  (2.3%,	  
15.9%,	  50%,	  84.1%,	  97.7%)	  
corresponding	  to	  median	  and	  1-‐	  and	  2-‐
sigma	  bands	  

•  To	  inves$gate	  the	  excess	  of	  events	  in	  
the	  118-‐125	  GeV	  region,	  one	  may	  plot	  
the	  p-‐value	  of	  the	  data	  given	  H0.	  A	  
comparison	  with	  the	  expected	  p-‐value	  
given	  H0	  if	  the	  data	  contain	  a	  SM	  Higgs	  
(with	  μ=1)	  is	  overlaid	  (blue	  dashes)	  only	  
as	  a	  visual	  aid,	  and	  does	  not	  cons$tute	  
a	  real	  test	  of	  that	  hypothesis	  



Higgs	  discovery	  plots	  

•  Only	  showing	  a	  few	  plots	  from	  CMS,	  to	  stress	  a	  few	  
things	  having	  to	  do	  with	  data	  display	  

•  You	  have	  certainly	  seen	  them	  already	  so	  I	  have	  not	  
tried	  to	  be	  exhaus$ve	  in	  any	  way	  



7	  TeV	  Mass	  Distribu$on	  in	  
Categories	  

•  Background	  model	  is	  
en$rely	  from	  data.	  

•  Fit	  to	  mass	  distribu$on	  in	  
each	  category	  with	  
polynomial	  func$ons	  (3rd	  
to	  5th	  degree)	  

–  keep	  bias	  below	  20%	  of	  
fit	  error.	  

–  causes	  some	  loss	  of	  
performance	  due	  to	  
number	  of	  parameters	  in	  
fit	  func$on.	  

	  



8	  TeV	  Mass	  Distribu$on	  in	  
Categories	  



95%	  CL	  Exclusion	  for	  SM	  Higgs	  	  

•  Expected	  95%	  CL	  exclusion	  0.76	  $mes	  SM	  at	  125	  GeV	  
•  Large	  range	  with	  expected	  excusion	  below	  σSM	  
•  Largest	  excess	  at	  125	  GeV	  



P-Values 

•  Minimum local p-value at 125 GeV with a local significance of  4.1 σ 
•  Similar excess in 2011 and 2012 
•  Independent cross check analyses give similar results 
•  Global significance in the full search range (110-150 GeV) 3.2 σ 



S/B	  Weighted	  Mass	  Distribu$on	  
•  Sum	  of	  mass	  distribu$ons	  for	  each	  event	  class,	  weighted	  by	  S/B	  

–  B	  is	  integral	  of	  background	  model	  over	  a	  constant	  signal	  frac$on	  interval	  

79	  



Results:	  m(4l)	  spectrum	  
164	  events	  expected	  in	  [100,	  800	  GeV]	  
172	  events	  observed	  in	  [100,	  800	  GeV]	  
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Best-‐fit	  σ/σSM	  
	  A	  beEer	  visual	  test	  of	  H1	  may	  be	  
provided	  by	  compu$ng	  the	  best-‐
fit	  value	  of	  μ	  from	  the	  likelihood	  
func$on.	  This	  provides	  a	  more	  
quan$ta$ve	  es$mate	  of	  the	  
compa$bility	  of	  the	  data	  with	  
the	  signal	  hypothesis.	  

	  Best-‐fit	  μ	  values	  for	  the	  individual	  channels	  may	  be	  also	  compared	  for	  
any	  given	  mass	  hypothesis	  
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	  Low	  mass	  region	  with	  MELA	  cut	  the	  
signal	  content	  

•  Cut:	  MELA	  >	  0.5	  
–  Cut	  value	  chosen	  such	  that	  signal	  probability	  >	  background	  
probability	  	  



Conclusions	  
•  Sta1s1cs	  is	  NOT	  trivial.	  	  Not	  even	  in	  the	  simplest	  applica$ons!	  	  

	   	   	  DON’T	  TRY	  TO	  FIGURE	  THINGS	  OUT	  BY	  YOURSELF	  !	  
	  
•  A	  understanding	  of	  the	  different	  methods	  to	  derive	  results	  (eg.	  for	  upper	  limits)	  is	  crucial	  

to	  make	  sense	  of	  the	  o_en	  conflic$ng	  results	  one	  obtains	  even	  in	  simple	  problems	  
–  The	  key	  in	  HEP	  is	  to	  try	  and	  derive	  results	  with	  different	  methods	  –if	  they	  do	  not	  agree,	  we	  get	  

wary	  of	  the	  results,	  plus	  we	  learn	  something	  

•  Making	  the	  right	  choices	  for	  what	  method	  to	  use	  is	  an	  expert-‐only	  decision,	  so…	  
	  You	  should	  become	  an	  expert	  in	  Sta1s1cs,	  if	  you	  want	  to	  be	  a	  good	  par$cle	  physicist	  (or	  
even	  if	  you	  want	  to	  make	  money	  in	  the	  financial	  market)	  

•  To	  really	  learn	  the	  techniques,	  you	  must	  put	  them	  to	  work	  

•  Be	  careful	  about	  what	  statements	  you	  make	  based	  on	  your	  data!	  You	  should	  now	  know	  
how	  to	  avoid:	  

–  Probability	  inversion	  statements:	  “The	  probability	  that	  the	  SM	  is	  correct	  given	  that	  I	  see	  such	  a	  
departure	  is	  less	  than	  x%”	  

–  Wrong	  inference	  on	  true	  parameter	  values:	  “The	  top	  mass	  has	  a	  probability	  of	  68.3%	  of	  being	  in	  the	  
171-‐174	  GeV	  range”	  

–  Apologe$c	  sentences	  in	  your	  papers:	  “Since	  we	  observe	  no	  significant	  departure	  from	  the	  
background,	  we	  proceed	  to	  set	  upper	  limits”	  

–  Improper	  uses	  of	  the	  Likelihood:	  “the	  upper	  limit	  can	  be	  obtained	  as	  the	  95%	  quan$le	  of	  the	  
likelihood	  func$on”	  
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Op$miza$on	  
•  We	  all-‐too-‐o_en	  see	  analyses	  blindly	  op$mizing	  on	  S/sqrt(B)	  or	  S/sqrt(B+S)	  even	  in	  

cases	  when	  the	  signal	  region	  is	  going	  to	  contain	  a	  small	  number	  of	  entries	  

•  One	  real-‐life	  example	  (recently	  seen):	  a	  great	  cut	  keeps	  20%	  bgr,	  60%	  signal	  
–  at	  preselec$on,	  expect	  8	  signal,	  1	  background:	  S/sqrt(B)=8;	  S/sqrt(B+S)=0.89	  
–  a_er	  selec$on,	  expect	  4.8	  signal,	  0.2	  background:	  S/sqrt(B)=10.7,	  S/sqrt(B+S)=0.96	  
–  Is	  it	  a	  good	  idea	  ?	  
–  Median	  of	  B-‐only	  p-‐value	  distribu$on	  for	  observing	  N=8+1=9	  in	  the	  first	  case	  is	  

pm=1.1*10-‐6	  ,	  twice	  smaller	  than	  median	  p-‐value	  for	  observing	  N	  =	  4.8+0.2	  =	  5	  
(pm=2.6*10-‐6)	  	  	  we	  worsened	  the	  expected	  p-‐value	  by	  a	  factor	  of	  2	  !!!	  

	  
•  If	  you	  really	  need	  a	  quick-‐and-‐dirty	  answer	  please	  use:	  Q=2[(S+B)0.5-‐B0.5]	  which	  has	  

beEer	  proper$es	  (case	  above:	  Qpresel=4;	  Qsel=3.58)	  
•  In	  general	  “op$miza$on”	  is	  a	  word	  used	  recklessly.	  A	  full	  op1miza1on	  is	  seldom	  

seen	  in	  HEP	  analyses.	  This	  however	  should	  not	  discourage	  you	  from	  trying!	  
	  	  	  
àWhen	  possible,	  op1mize	  on	  final	  result,	  not	  on	  “intermediate	  step”	  (systema$cs	  may	  

wash	  out	  your	  gain	  if	  you	  disregard	  them	  while	  op$mizing);	  use	  median	  H0	  p-‐value.	  

ANSWER	  IS	  HERE	  



Addendum:	  fixed	  %	  error	  
•  What	  happens	  to	  the	  previous	  problem	  if	  instead	  of	  a	  constant	  error	  of	  1	  gram,	  

the	  balance	  provides	  measurements	  with	  accuracy	  of	  k%	  ?	  
•  If	  we	  do	  separate	  weigh$ngs,	  of	  course	  we	  get	  σA=kA,	  σB=kB.	  But	  if	  we	  rather	  

weight	  S	  =	  B+A	  and	  D	  =	  B-‐A,	  what	  we	  get	  is	  

•  The	  procedure	  has	  shared	  democra$cally	  the	  uncertainty	  in	  the	  weight	  of	  the	  two	  
objects.	  If	  A=B	  we	  do	  not	  gain	  anything	  from	  our	  “trick”	  of	  measuring	  S	  and	  D:	  
both	  σA=kA	  and	  σB=kB	  are	  the	  same	  as	  if	  you	  had	  measured	  A	  and	  B	  separately.	  

•  Of	  course	  the	  limi$ng	  case	  of	  A>>B	  corresponds	  instead	  to	  a	  very	  inefficient	  
measurement	  of	  B,	  while	  the	  uncertainty	  on	  A	  converges	  to	  what	  you	  would	  get	  if	  
you	  weighted	  it	  twice.	  

24
)()(

4

24
)()(

4
22222222

22222222

BAkBAkBAk

BAkBAkBAk

DS
B

DS

+
=

−++
=

+
=

+
=

−++
=

+
=Α

σσ
σ

σσ
σ



Weighted	  average	  
•  Suppose	  we	  need	  to	  combine	  two	  different,	  independent	  measurements	  

with	  variances	  σ1,σ2	  of	  the	  same	  physical	  quan$ty	  x0:	  	  
–  we	  denote	  them	  with	  x1(x0,σ1),	  x2(x0,σ2)	  	  	  the	  PDFs	  are	  G(x0,σi)	  

•  We	  wish	  to	  combine	  them	  linearly	  to	  get	  the	  result	  with	  the	  smallest	  
possible	  variance,	  
–  x	  =	  cx1+dx2	  

	  à	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  	  What	  are	  c,	  d	  such	  that	  σF	  is	  smallest	  ?	  
	   Answer:	  we	  first	  of	  all	  note	  that	  d=1-‐c	  if	  we	  want	  <x>=x0	  .	  Then,	  we	  simply	  express	  

the	  variance	  of	  x	  in	  terms	  of	  the	  variance	  of	  x1	  and	  x2	  
	  
	  

	   	  	  	  	  	  	  	  	  	  	  	  	  ,	  and	  find	  c	  which	  minimizes	  the	  expression.	  This	  yields:	  
	  

	   	   	   	   	  	  
	   	   	  The	  generaliza$on	  of	  these	   	   	   	  
	   	   	  formulas	  to	  N	  measurements	  is	   	   	  
	   	   	  trivial	  
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Let	  us	  try	  this	  simple	  
exercise	  



Es$mators:	  a	  few	  more	  defini$ons	  
•  Given	  a	  sample	  {xi}	  of	  n	  observa$ons	  of	  a	  random	  variable	  x,	  drawn	  from	  a	  pdf	  f(x),	  

one	  may	  construct	  a	  sta4s4c:	  a	  func$on	  of	  {xi}	  containing	  no	  unknown	  parameters.	  An	  
es4mator	  is	  a	  sta$s$c	  used	  to	  es$mate	  some	  property	  of	  a	  pdf.	  Using	  it	  on	  a	  set	  of	  
data	  provides	  an	  es4mate	  of	  the	  parameter.	  

•  Es$mators	  are	  labeled	  with	  a	  hat	  (will	  also	  use	  the	  *	  sign	  here)	  to	  dis$nguish	  them	  
from	  the	  respec$ve	  true,	  unknown	  value,	  when	  they	  have	  the	  same	  symbol.	  

•  Es$mators	  are	  consistent	  if	  they	  converge	  to	  the	  true	  value	  for	  large	  n.	  
•  The	  expecta$on	  value	  of	  an	  es$mator	  q*	  having	  a	  sampling	  distribu$on	  H(θ*;θ)	  is	  

•  Simple	  example	  of	  day-‐to-‐day	  es$mators:	  the	  sample	  mean	  and	  the	  sample	  variance	  

•  The	  bias	  of	  an	  es$mator	  is	  b=E[θ*]-‐θ.	  An	  es$mator	  can	  be	  consistent	  even	  if	  biased:	  
the	  average	  of	  an	  infinite	  replica	  of	  experiments	  with	  finite	  n	  will	  not	  in	  general	  
converge	  to	  the	  true	  value,	  even	  if	  E[θ*]	  will	  tend	  to	  θ	  as	  n	  tends	  to	  infinity.	  

•  Other	  important	  proper$es	  of	  es$mators	  (among	  which	  usually	  there	  are	  tradeoffs):	  
–  efficiency:	  	  an	  efficient	  es$mator	  (within	  some	  class)	  is	  the	  one	  with	  minimum	  variance	  
–  robustness:	  the	  es$mate	  is	  	  less	  dependent	  on	  the	  unknown	  true	  distribu$on	  f(x)	  for	  a	  more	  

robust	  es$mator	  (see	  example	  on	  OPERA	  at	  the	  end)	  
–  simplicity:	  	  a	  generic	  property	  of	  es$mators	  which	  produce	  unbiased,	  Normally	  distributed	  results,	  

uncorrelated	  with	  other	  es$mates.	  

∑
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Try	  it	  at	  home:	  
variance	  of	  sample	  mean	  

Express	  the	  variance	  as	  
	  
	  
	  
and	  use	  the	  fact	  that	  E[xixj]=μ2	  if	  i<>j,	  and	  
E[xi2]=μ2+σ2,	  	  to	  find	  
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More	  proper$es	  of	  es$mators	  	  
and	  notes	  

•  Mean-‐square	  error:	  MSE=V[x*]+b2	  
	  it	  is	  the	  sum	  of	  variance	  and	  bias,	  and	  thus	  gives	  more	  informa$on	  on	  the	  “total”	  
error	  that	  one	  commits	  in	  the	  es$mate,	  by	  using	  a	  biased	  es$mator.	  Given	  the	  
usual	  trade-‐off	  between	  bias	  and	  variance	  of	  es$mators,	  MSE	  is	  a	  good	  choice	  for	  
the	  quan$ty	  to	  minimize.	  
	  à	  in	  the	  next	  lesson	  we	  will	  show	  a	  prac$cal	  example	  of	  this	  

•  The	  RCF	  bound	  gives	  a	  lower	  limit	  to	  the	  variance	  of	  biased	  es$mators	  so	  one	  can	  
take	  that	  into	  account	  in	  choosing	  an	  es$mator	  (see	  later)	  

•  Consistency	  is	  an	  asympto$c	  property;	  e.g.	  it	  does	  not	  imply	  that	  adding	  more	  
data	  will	  increase	  the	  precision!	  

•  Bias	  and	  consistency	  are	  independent	  proper$es	  –	  there	  are	  inconsistent	  
es$mators	  which	  are	  unbiased,	  and	  consistent	  es$mators	  which	  are	  biased.	  

•  Notable	  es$mator:	  the	  MLE	  	  and	  the	  least-‐square	  es$mate.	  We	  will	  define	  them	  
later.	  

•  Asympto$cally	  most	  es$mators	  are	  unbiased	  and	  Normally	  distributed,	  but	  the	  
ques$on	  is	  how	  far	  is	  asymptopia.	  Hints	  may	  come	  from	  the	  non-‐parabolic	  nature	  
of	  the	  Likelihood	  at	  minimum,	  or	  by	  the	  fact	  that	  two	  asympto$cally	  efficient	  
es$mators	  that	  provide	  significantly	  different	  results.	  	  



Example	  3:	  the	  loaded	  die	  
	  Imagine	  you	  want	  to	  test	  whether	  a	  die	  is	  loaded.	  Your	  hypothesis	  is	  that	  the	  
probabili$es	  of	  the	  six	  occurrences	  are	  not	  equal,	  but	  rather	  that	  

Your	  data	  comes	  from	  repeated	  throws	  of	  the	  die,	  whereupon	  you	  get:	  

The	  likelihood	  is	  the	  product	  of	  probabili$es,	  so	  to	  es$mate	  t	  you	  write	  L	  as	  

Sevng	  the	  deriva$ve	  wrt	  t	  to	  zero	  of	  –logL	  yields	  a	  quadra$c	  equa$on:	  

This	  has	  one	  solu$on	  in	  the	  allowed	  range	  for	  t,	  [-‐1/6,1/3]:	  t=0.072+-‐0.084.	  The	  	  
point	  es$mate	  of	  the	  “load”,	  the	  MLE,	  is	  different	  from	  zero,	  but	  compa$ble	  with	  it.	  
We	  conclude	  that	  the	  data	  cannot	  establish	  the	  presence	  of	  a	  bias.	  



Trivia	  –	  Try	  it	  at	  home	  
	  Here	  is	  a	  simple	  
arrangement	  with	  
which	  you	  can	  test	  
whether	  or	  not	  a	  
significant	  
correla$on	  
between	  two	  
measurements	  	  
causes	  the	  effect	  
we	  have	  been	  
discussing.	  

y	  

d1	  

d2	  

Here	  we	  measure	  y	  with	  a	  ruler	  shorter	  than	  y,	  by	  taking	  d1	  and	  d2	  and	  using	  the	  yellow	  s$ck	  
as	  an	  offset.	  The	  arrangement	  is	  such	  that	  we	  set	  the	  yellow	  s$ck	  from	  the	  edge	  of	  the	  red	  bar,	  and	  the	  red	  bar	  may	  have	  an	  
angle	  error	  WRT	  the	  orthogonal	  to	  y.	  The	  non-‐zero	  angle	  causes	  a	  correla$on	  between	  the	  two	  measurements	  d1	  and	  d2.	  It	  
turns	  out	  that	  y1=d1+a	  and	  y2=d2+a	  (a	  being	  the	  length	  of	  the	  yellow	  s$ck)	  will	  be	  on	  the	  same	  side	  of	  the	  true	  value	  of	  y,	  if	  
the	  angle	  error	  is	  larger	  than	  the	  other	  uncertain$es	  in	  the	  measurements.	  	  



	  Which	  of	  the	  PDF	  (parton	  
distribu$on	  func$ons!)	  models	  
shown	  in	  the	  graph	  is	  a	  best	  fit	  to	  
the	  data:	  	  
	  CTEQ4M	  (horizontal	  line	  at	  0.0)	  or	  
MRST	  (doEed	  curve)	  ?	  

When	  chi-‐by-‐eye	  fails	  !	  

Source:	  1998	  CDF	  measurement	  of	  the	  differen4al	  
dijet	  mass	  cross	  sec4on	  using	  85/pb	  of	  Run	  I	  data,	  
F.	  Abe	  et	  al.,	  The	  CDF	  Collabora$on,	  	  
Phys.	  Rev.	  LeE.	  77,	  438	  (1996)	  

You	  cannot	  tell	  by	  eye!!!	  
	  The	  presence	  of	  large	  correla$ons	  

makes	  the	  normaliza$on	  much	  less	  
important	  than	  the	  shape.	  

	  p-‐value(χ2	  CTEQ4M)=1.1E-‐4,	  	  
	  p-‐value(χ2	  MRST)	  =	  3.2E-‐3	  :	  	  

The	  MRST	  fit	  has	  a	  30	  $mes	  higher	  p-‐value	  
than	  the	  CTEQ4M	  fit	  !	  

	  Take-‐home	  lessons:	  
-‐	  Be	  careful	  with	  LS	  fits	  in	  the	  presence	  of	  
large	  common	  systema$cs!	  
-‐	  Do	  not	  trust	  your	  eye	  when	  data	  points	  
carry	  significant	  bin-‐to-‐bin	  correla$ons!	  



More	  on	  the	  	  
Method	  of	  Maximum	  Likelihood	  

•  We	  discussed	  the	  ML	  method	  earlier;	  now	  going	  to	  be	  a	  bit	  more	  exhaus$ve	  
•  Take	  a	  random	  variable	  x	  with	  PDF	  f(x|θ).	  We	  assume	  we	  know	  the	  form	  of	  f()	  but	  

we	  do	  not	  know	  θ	  (a	  single	  parameter	  here,	  but	  extension	  to	  a	  vector	  of	  
parameters	  is	  trivial).	  
	  Using	  a	  sample	  {x}	  of	  measurements	  of	  x	  we	  want	  to	  es$mate	  θ	  

•  If	  measurements	  are	  independent,	  the	  probability	  to	  obtain	  the	  set	  {x}	  within	  a	  
given	  set	  of	  small	  intervals	  {dxi}	  is	  the	  product	  

	  This	  product	  formally	  describes	  how	  the	  set	  {x}	  we	  measure	  is	  more	  or	  less	  likely,	  
given	  f	  and	  depending	  on	  the	  value	  of	  θ	  

•  If	  we	  assume	  that	  the	  intervals	  dxi	  do	  not	  depend	  on	  θ,	  we	  obtain	  the	  maximum	  
likelihood	  es$mate	  of	  the	  parameter,	  as	  the	  one	  for	  which	  the	  likelihood	  func$on	  

	  is	  maximized.	  
	  PreEy	  please,	  NOTE:	  L	  is	  a	  func1on	  of	  the	  parameter	  θ,	  NOT	  OF	  THE	  DATA!	  L	  is	  
not	  defined	  un$l	  you	  have	  terminated	  your	  data-‐taking.	  
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•  The	  ML	  es$mate	  of	  a	  parameter	  θ can	  be	  obtained	  by	  sevng	  the	  deriva$ve	  of	  L	  wrt	  
θ	  equal	  to	  zero.	  	  

•  A	  few	  notes:	  
–  usually	  one	  minimizes	  –lnL	  instead,	  obviously	  equivalent	  and	  in	  most	  instances	  simpler	  	  

•  addi$vity	  
•  for	  Gaussian	  PDFs	  	  one	  gets	  sums	  of	  square	  factors	  

–  if	  more	  local	  maxima	  exist,	  take	  the	  one	  of	  highest	  L	  
–  L	  needs	  to	  be	  differen$able	  in	  θ	  of	  course	  
–  maximum	  needs	  to	  be	  away	  from	  the	  boundary	  of	  the	  support	  

•  It	  turns	  out	  that	  the	  ML	  es$mate	  has	  in	  most	  cases	  several	  aErac$ve	  features.	  As	  
with	  any	  other	  sta$s$c,	  the	  judgement	  on	  whether	  it	  is	  the	  thing	  to	  use	  depends	  on	  
variance	  and	  bias,	  as	  well	  as	  the	  other	  desirable	  proper$es.	  

•  Among	  the	  desirable	  proper$es	  of	  the	  maximum	  likelihood,	  an	  important	  one	  is	  its	  
transforma$on	  invariance:	  if	  G(θ)	  is	  a	  func$on	  of	  the	  parameter	  θ,	  	  then	  

	  which,	  by	  sevng	  both	  members	  to	  zero,	  implies	  that	  if	  θ*	  is	  the	  ML	  es$mate	  of	  θ,	  
then	  the	  ML	  es$mate	  of	  G	  is	  G*=G(θ*),	  unless	  dG/dθ=0.	  

	  
	  This	  is	  a	  very	  useful	  property!	  However,	  note	  that	  even	  when	  θ*	  is	  a	  unbiased	  
es$mate	  of	  θ	  for	  any	  n,	  G*	  need	  not	  be	  unbiased.	  	  
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Maximum	  Likelihood	  for	  Gaussian	  pdf	  
•  Let	  us	  take	  n	  measurements	  of	  a	  random	  variable	  distributed	  according	  to	  a	  

Gaussian	  PDF	  with	  µ, σ	  unknown	  parameters.	  We	  want	  to	  use	  our	  data	  {xi}	  to	  
es$mate	  the	  Gaussian	  parameters	  with	  the	  ML	  method.	  	  

•  The	  log-‐likelihood	  is	  

•  The	  MLE	  of	  µ	  is	  the	  value	  for	  which	  dlnL/dµ=0:	  
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So	  we	  see	  that	  the	  ML	  es$mator	  of	  the	  
Gaussian	  mean	  is	  the	  sample	  mean.	  



	  We	  can	  easily	  prove	  that	  the	  sample	  mean	  is	  a	  unbiased	  es$mator	  of	  the	  
Gaussian	  µ,	  since	  its	  expecta$on	  value	  is	  
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The	  same	  is	  not	  true	  of	  the	  ML	  es$mate	  of	  σ2,	  	  	  	  
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since	  one	  can	  find	  as	  above	  that	  
	  
The	  bias	  vanishes	  for	  large	  n.	  Note	  that	  a	  unbiased	  	  
es$mator	  of	  the	  Gaussian	  σ	  	  exists:	  it	  is	  the	  sample	  variance	  
	  
which	  is	  a	  unbiased	  es$mator	  of	  the	  variance	  for	  any	  pdf.	  But	  it	  is	  not	  the	  ML	  
one.	  
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More	  on	  point	  es$ma$on:	  	  
RCF	  bound,	  efficiency	  and	  robustness	  

•  A	  uniformly	  minimum	  variance	  unbiased	  es4mator	  (UMVU)	  for	  a	  parameter	  is	  the	  one	  
which	  has	  the	  minimum	  variance	  possible,	  for	  any	  value	  of	  the	  unknown	  parameter	  it	  
es$mates.	  

•  The	  form	  of	  the	  UMVU	  es$mator	  depends	  on	  the	  distribu$on	  of	  the	  parameter!	  
•  	  Minimum	  variance	  bound:	  it	  is	  given	  by	  the	  RCF	  inequality	  

à  A	  unbiased	  es$mator	  (b=0)	  may	  have	  a	  variance	  as	  small	  as	  the	  inverse	  of	  the	  second	  deriva$ve	  	  
	  of	  the	  	  likelihood	  func$on,	  but	  not	  smaller.	  	  

•  Two	  related	  proper$es	  of	  es$mators	  are	  efficiency	  and	  robustness.	  
–  Efficiency:	  the	  ra$o	  of	  the	  variance	  to	  the	  minimum	  variance	  bound	  

	  The	  smaller	  the	  variance	  of	  an	  es$mator,	  in	  general	  the	  beEer	  it	  is,	  since	  we	  can	  then	  expect	  the	  
es$mator	  to	  be	  the	  closest	  to	  the	  true	  value	  of	  the	  parameter	  (if	  there	  is	  no	  bias)	  

–  Robustness:	  more	  robust	  es$mators	  are	  less	  dependent	  on	  devia$ons	  from	  the	  assumed	  underlying	  
pdf	  	  

•  Simple	  examples:	  
–  Sample	  mean:	  most	  used	  es$mator	  for	  centre	  of	  a	  distribu$on	  -‐	  it	  is	  the	  UMVU	  es$mator	  of	  the	  mean,	  

if	  the	  distribu$on	  is	  Normal;	  however,	  for	  non-‐Gaussian	  distribu$ons	  it	  may	  not	  be	  the	  best	  choice.	  	  
–  Sample	  mid-‐range	  (def	  in	  next	  slide):	  UMVU	  es$mator	  of	  the	  mean	  of	  a	  uniform	  distribu4on	  

•  Both	  sample	  mean	  and	  sample	  mid-‐range	  are	  efficient	  (asympto$cally	  efficiency=1)	  for	  the	  
quoted	  distribu$on	  (Gaussian	  and	  box,	  respec$vely).	  But	  for	  others,	  they	  are	  not.	  Robust	  
es$mators	  have	  efficiency	  less	  dependent	  on	  distribu$on	  
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Choosing	  es$mators:	  an	  example	  

	  OPERA	  quoted	  its	  best	  es$mate	  of	  the	  δt	  as	  the	  
sample	  mean	  of	  the	  measurements	  

	  
–  This	  is	  NOT	  the	  best	  choice	  of	  es$mator	  for	  the	  

loca$on	  of	  the	  center	  of	  a	  square	  distribu$on!	  
–  OPERA	  quotes	  the	  following	  result:	  

	   	  <δt>	  =	  62.1	  +-‐	  3.7	  ns	  

–  The	  UMVU	  es1mator	  for	  the	  Box	  is	  the	  mid-‐range,	  	  
	  δt=(tmax+tmin)/2	  

–  You	  may	  understand	  why	  sample	  mid-‐range	  is	  beEer	  
than	  sample	  mean:	  once	  you	  pick	  the	  extrema,	  the	  
rest	  of	  the	  data	  carries	  no	  informa4on	  on	  the	  
center!!!	  It	  only	  adds	  noise	  to	  the	  es$mate	  of	  the	  
average!	  

–  The	  larger	  N	  is,	  the	  larger	  the	  disadvantage	  of	  the	  
sample	  mean.	  	  	  

You	  are	  all	  familiar	  with	  the	  OPERA	  measurement	  of	  neutrino	  veloci$es	  
You	  may	  also	  have	  seen	  the	  graph	  below,	  which	  shows	  the	  distribu$on	  of	  δt	  (in	  nanoseconds)	  
for	  individual	  neutrinos	  sent	  from	  narrow	  bunches	  at	  the	  end	  of	  October	  2011	  
Because	  $mes	  are	  subject	  to	  random	  offset	  (jiEer	  from	  GPS	  clock),	  you	  might	  expect	  this	  to	  be	  
a	  Box	  distribu$on	  
	  



Expected	  uncertainty	  	  
on	  mid-‐range	  and	  average	  

•  100,000	  	  n=20-‐entries	  histograms,	  with	  data	  
distributed	  uniformly	  in	  [-‐25:25]	  ns	  

–  Average	  is	  asympto$cally	  distributed	  as	  a	  Gaussian;	  
for	  20	  events	  this	  is	  already	  a	  good	  approxima1on.	  
Expected	  width	  is	  3.24	  ns	  

–  Error	  on	  average	  consistent	  with	  Opera	  result	  
–  Mid-‐point	  has	  expected	  error	  of	  1.66	  ns	  
–  if	  δt=(tmax+tmin)/2,	  mid-‐point	  distribu$on	  P(n δt)	  is	  

asympto$cally	  a	  Laplace	  distribu$on;	  again	  20	  events	  
are	  seen	  to	  already	  be	  close	  to	  asympto1c	  behaviour	  
(but	  note	  departures	  at	  large	  values)	  

–  If	  OPERA	  had	  used	  the	  mid-‐point,	  they	  would	  have	  
halved	  their	  sta1s1cal	  uncertainty:	  

–  <δt>	  =	  62.1	  +-‐	  3.7	  ns	  	  <δt>	  =	  65.2+-‐1.7	  ns	  	  

NB	  If	  you	  were	  asking	  yourselves	  what	  is	  a	  Laplace	  
distribu1on:	  

	  	  
	  f(x)	  =	  1/2b	  exp(-‐|x-‐µ|/b)	  



However…	  
•  Although	  the	  conclusions	  above	  are	  correct	  if	  the	  underlying	  pdf	  of	  the	  data	  is	  exactly	  a	  

box	  distribu$on,	  things	  change	  rapidly	  if	  we	  look	  at	  the	  real	  problem	  in	  more	  detail	  
•  Each	  $ming	  measurement,	  before	  the	  +-‐25	  ns	  random	  offset,	  is	  not	  exactly	  equal	  to	  the	  

others,	  due	  to	  addi$onal	  random	  smearings:	  
•  the	  proton	  bunch	  has	  a	  peaked	  shape	  with	  3ns	  FWHM	  
•  other	  effects	  contribute	  to	  smear	  randomly	  each	  $ming	  measurement	  

–  of	  course	  there	  may	  also	  be	  biases	  –fixed	  offsets	  due	  to	  imprecise	  correc$ons	  made	  to	  the	  delta	  t	  
determina$on;	  these	  systema$c	  uncertain$es	  do	  not	  affect	  our	  conclusions,	  because	  they	  do	  not	  
change	  the	  shape	  of	  the	  p.d.f	  

•  The	  random	  smearings	  do	  affect	  our	  conclusions	  regarding	  the	  least	  variance	  es$mator,	  
since	  they	  change	  the	  p.d.f.	  !	  

•  One	  may	  assume	  that	  the	  smearings	  are	  
Gaussian.	  The	  real	  p.d.f.	  from	  which	  the	  20	  
$ming	  measurements	  are	  drawn	  is	  then	  a	  
convolu$on	  of	  a	  Gaussian	  with	  a	  Box	  
distribu$on.	  

•  Inser$ng	  that	  modifica$on	  in	  the	  genera$on	  
of	  toys	  one	  can	  study	  the	  effect:	  it	  transpires	  
that,	  with	  20-‐event	  samples,	  a	  Gaussian	  
smearing	  with	  6ns	  sigma	  is	  enough	  to	  make	  
the	  expected	  variance	  equal	  for	  the	  two	  
es$mators;	  for	  larger	  smearing,	  one	  should	  
use	  the	  sample	  mean!	  

•  Timing	  smearings	  in	  Opera	  are	  likely	  larger	  
than	  6ns	  à	  They	  did	  well	  in	  using	  the	  sample	  
mean	  a_er	  all	  !	   σ	  of	  Gaussian	  smearing	  (ns)	  

sample	  mean	  

sample	  midrange	  

Gaussian	  smearing	  (ns)	  
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Expression	  of	  covariance	  matrix	  of	  a	  
func$on	  y	  of	  data	  xi	  

We	  take	  a	  func$on	  y(x)	  of	  n	  random	  variables	  xi	  and	  calculate	  
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)()()( (Taylor	  expansion	  to	  first	  order)	  

(as	  E[y(x)]=y(μ)	  )	  

Now,	  as	  E[y(x)]=y(μ),	  Ε[y(x)2]=y(μ)2,	  it	  follows:	  



The	  sample	  mean	  is	  a	  unbiased	  
es$mator	  of	  the	  popula$on	  mean	  μ:	  
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since,	  for	  the	  defini$on	  of	  expecta$on	  value,	  we	  have	  	  
	  
	  
	  
it	  follows	  that	  the	  sample	  mean	  is	  unbiased:	  



Expecta$on	  value	  of	  sample	  variance	  

That	  is	  the	  reason	  for	  the	  (n-‐1)	  factor	  in	  the	  expression	  of	  the	  sample	  variance,	  
	  
	  
	  
which	  is	  called	  “Bessel	  correc$on”.	  Note	  that	  this	  makes	  it	  unbiased,	  but	  there	  	  
are	  other	  expressions	  (one	  which	  minimizes	  the	  MSE	  for	  Gaussian	  data	  is	  (n+1)!,	  but	  
it	  is	  a	  biased	  es$mator	  of	  the	  popula$on	  variance!)	  



More	  on	  coverage	  
•  Coverage	  is	  usually	  guaranteed	  by	  the	  frequen$st	  Neyman	  

construc$on.	  But	  there	  are	  some	  dis4nguos	  to	  make	  
•  Over-‐coverage:	  some$mes	  the	  pdf	  p(x|θ)	  is	  discrete	  à	  it	  may	  

not	  be	  possible	  to	  find	  exact	  boundary	  values	  x1,	  x2	  for	  each	  θ;	  
one	  thus	  errs	  conserva$vely	  by	  including	  x	  values	  (according	  
to	  one’s	  ordering	  rule)	  un$l	  Σip(xi|θ)>1-‐α 	

	
◊ θ1	  and	  θ2	  will	  overcover	  

•  Classical	  example:	  Binomial	  error	  bars	  for	  a	  small	  
number	  of	  trials.	  A	  complex	  problem!	  	  
	  The	  Gaussian	  approxima$on	  σ=sqrt(ρ(1-‐ρ)/N)	  
fails	  badly	  for	  small	  N	  and ρà0,1	  

•  Clopper-‐Pearson:	  intervals	  obtained	  from	  
Neyman’s	  construc$on	  with	  a	  central	  interval	  
ordering	  rule.	  They	  overcover	  sizeably	  for	  some	  
values	  of	  the	  trials/successes.	  

•  Lots	  of	  technology	  to	  improve	  proper$es	  	  
	  à	  See	  Cousins	  and	  Tucker,	  0905.3831	  	  

N=	  10;	  68.27%	  coverage	  

In	  HEP	  (and	  astro-‐HEP)	  the	  interest	  is	  related	  to	  the	  
famous	  on-‐off	  problem	  (determine	  a	  expected	  
background	  from	  a	  sideband)	  
	  

Best	  prac4cal	  advice:	  use	  “Wilson’s	  	  
score	  interval”	  (few	  lines	  of	  code)	  



Coverage	  of	  flip-‐flopping	  experiment	  
•  We	  want	  to	  write	  a	  rou$ne	  that	  determines	  the	  true	  coverage	  of	  the	  procedure	  

discussed	  above	  for	  a	  Gaussian	  measurement	  of	  a	  bounded	  parameter:	  
–  xmeas<0	  à	  quote	  size-‐α	  upper	  limit	  as	  if	  xmeas=0	  
–  0<=xmeas<Dà	  quote	  size-‐α	  upper	  limit	  
–  xmeas>=D	  à	  quote	  central	  value	  +-‐α/2	  error	  bars	  

Guidelines:	  
1.  insert	  proper	  includes	  (we	  want	  to	  compile	  it	  or	  it’ll	  be	  too	  slow)	  
2.  header:	  pass	  through	  it	  alpha,	  D,	  and	  N_pexp	  
3.  define	  useful	  variables	  and	  histogram	  containing	  coverage	  values	  
4.  loop	  on	  x_true	  values	  from	  0	  to	  10	  in	  0.1	  steps	  à	  i=0...<100	  steps,	  x_true=0.05+0.1*i	  
5.  for	  each	  x_true: 	  	  

1.  zero	  a	  counter	  C	  
2.  loop	  many	  $mes	  (eg.	  N_pexp,	  defined	  in	  header)	  
3.  throw	  x_meas	  =	  gRandom(x_true,1.)	  
4.  derive	  x_down	  and	  x_up	  depending	  on	  x_true:	  

1.  if	  x_true<0	  	  then	  x_down=0	  and	  x_up	  =	  sqrt(2)*ErfInverse(1-‐alpha)	  
2.  if	  0<=x_true<D	  then	  x_down=0	  and	  x_up=x_meas+sqrt(2)*EI(1-‐alpha)	  
3.  if	  x_true>=D	  then	  x_down,up	  =	  x_meas	  +-‐	  sqrt(2)*EI(1-‐2*alpha)	  

5.  if	  x_true	  is	  in	  [x_down,x_up]	  C++	  
6.  fill	  histogram	  of	  coverage	  at	  x_true	  with	  C/N_pexp	  
7.  plot	  and	  enjoy	  



The	  Kolmogorov	  Test:	  an	  example	  
•  CDF,	  circa	  2000:	  13	  weird	  events	  iden$fied	  in	  a	  subset	  of	  

sample	  used	  to	  extract	  top	  quark	  cross	  sec$on	  
–  contain	  a	  “superjet”:	  a	  jet	  with	  a	  b-‐quark	  tag	  also	  

containing	  a	  so_-‐lepton	  tag	  
–  expected	  4.4	  +-‐0.6	  events	  from	  background	  sources	  
–  P(>=13|4.4+-‐0.6)=0.001	  
–  Kinema$c	  characteris$cs	  found	  in	  stark	  disagreement	  with	  

expecta$on	  from	  SM	  sources	  
•  Have	  no	  alterna$ve	  model	  to	  compare	  à	  try	  a	  

Goodness-‐of-‐Fit	  test	  

•  Kolmogorov-‐Smirnov	  test:	  compare	  cumula$ve	  
distribu$ons	  of	  data	  and	  model	  f(x);	  find	  largest	  
difference	  

	  Value	  of	  dKS	  can	  then	  be	  used	  to	  extract	  a	  p-‐value,	  given	  
data	  size.	  
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Intermezzo:	  combina$on	  of	  p-‐values	  
•  Suppose	  you	  have	  several	  p-‐values,	  derived	  from	  different,	  independent	  tests.	  You	  

may	  ask	  yourself	  several	  ques$ons	  with	  them.	  
–  What	  is	  the	  probability	  that	  the	  smallest	  of	  them	  is	  as	  small	  as	  the	  one	  I	  got	  ?	  
–  What	  is	  the	  probability	  that	  the	  largest	  one	  is	  as	  small	  as	  the	  largest	  I	  observed	  ?	  
–  What	  is	  the	  probability	  that	  the	  product	  is	  as	  small	  as	  the	  one	  I	  can	  compute	  with	  these	  N	  

values	  ?	  
•  Please	  note!	  Your	  inference	  on	  the	  data	  at	  hand	  strongly	  depends	  on	  what	  test	  

you	  perform,	  for	  a	  given	  set	  of	  data.	  In	  other	  words,	  you	  cannot	  choose	  which	  test	  
to	  run	  only	  upon	  seeing	  the	  data…	  

•  Suppose	  anyway	  you	  believe	  that	  each	  p-‐value	  tells	  something	  about	  the	  null	  
hypothesis	  you	  are	  tes$ng,	  so	  you	  do	  not	  want	  to	  discard	  any	  of	  them.	  Then	  the	  
reasonable	  (not	  the	  op$mal!)	  thing	  to	  do	  is	  to	  use	  the	  product	  of	  the	  N	  values.	  The	  
formula	  providing	  the	  cumula$ve	  distribu$on	  of	  the	  density	  of	  x=Πxi	  can	  be	  
derived	  by	  induc$on	  (see	  [Roe	  1992],	  p.129)	  and	  is	  

	  This	  accounts	  for	  the	  speed	  with	  which	  the	  product	  of	  N	  numbers	  in	  [0,1]	  tends	  to	  
zero	  as	  N	  grows.	  	  
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Some	  examples	  
	  To	  start	  let	  us	  take	  five	  really	  uniformly	  
distributed	  p-‐values,	  x1=0.1,	  x2=0.3,	  x3=0.5,	  
x4=0.7,	  x5=0.9.	  	  Their	  product	  is	  0.00945,	  and	  
with	  the	  formula	  just	  seen	  we	  get	  
P(0.00945)=0.5017.	  As	  expected.	  

•  And	  what	  if	  instead	  x1=0.00001,	  x2=0.3,	  x3=0.5,	  
x4=0.7,	  x5=0.9	  ?	  The	  result	  is	  P(9.45*10-‐7)	  
=0.00123,	  which	  is	  rather	  large:	  one	  might	  think	  
that	  the	  chance	  of	  gevng	  one	  in	  five	  numbers	  
as	  small	  as	  10-‐5	  must	  occur	  only	  a	  few	  $mes	  in	  
10-‐5.	  But	  we	  are	  tes$ng	  the	  product,	  not	  the	  
smallest	  of	  the	  five	  numbers	  !	  

•  And	  if	  now	  we	  let	  x1=0.05,	  x2=0.10,	  x3=0.15,	  
x4=0.20,	  x5=0.25,	  the	  test	  for	  the	  product	  yields	  
P(3.75*10-‐5)=0.0258	  (see	  picture	  on	  the	  right).	  	  
	  Also	  not	  a	  compelling	  rejec$on	  of	  the	  null…	  	  
	  Compare	  with	  what	  you	  would	  get	  if	  you	  had	  
asked	  “what	  is	  the	  chance	  that	  five	  numbers	  are	  
all	  smaller	  than	  0.25	  ?”,	  whose	  answer	  is	  
(0.25)5=0.00098.	  This	  demonstrates	  that	  the	  a-‐
posteriori	  choice	  of	  the	  test	  is	  to	  be	  avoided	  !	  

pdf	  of	  f(Πxi)	  

Cumula$ve	  of	  the	  pdf	  f(Πxi)	  



Global	  P	  from	  set	  of	  p-‐values	  

The	  real	  nature	  of	  events	  remained	  mysterious;	  at	  heated	  mee$ngs,	  famous	  physicist	  
argued	  that	  it	  was	  wrong	  to	  draw	  sta$s$cal	  inferences	  based	  on	  extreme	  values	  of	  
some	  of	  the	  kinema$cal	  quan$$es	  
	  
But	  the	  KS	  test	  is	  especially	  unsuited	  to	  spot	  those!	  In	  fact,	  one	  can	  move	  events	  in	  the	  
tails	  back	  to	  center	  of	  distribu$on	  without	  p(KS)	  changing	  at	  all	  !!	  

•  Authors	  of	  CDF	  “superjet”	  analysis	  	  tested	  a	  
“complete	  set”	  of	  kinema$cal	  quan$$es;	  then	  
computed	  global	  P	  of	  set	  of	  KS	  p-‐values	  using	  	  
	  formula	  of	  combining	  p-‐values	  (assumed	  sampled	  
from	  a	  Uniform	  distribu$on):	  

	  
	  à	  	  >6-‐sigma	  result!	  

…	  But	  in	  absence	  of	  an	  alternate	  model	  	  
(really	  hard	  to	  cook	  given	  the	  weird	  	  
kinema$c	  proper$es	  of	  the	  set)	  	  
one	  cannot	  thus	  “disprove”	  the	  Standard	  Model…	  

	  
	  



GoF	  tests	  with	  Max	  Likelihood	  
•  The	  maximum	  likelihood	  is	  a	  powerful	  method	  to	  es$mate	  parameters,	  

but	  no	  measure	  of	  GoF	  is	  given,	  because	  the	  value	  of	  L	  at	  maximum	  is	  not	  
known,	  even	  under	  the	  hypothesis	  that	  the	  data	  are	  indeed	  sampled	  from	  
the	  pdf	  model	  used	  in	  the	  fit	  

•  The	  distribu$on	  of	  Lmax	  can	  be	  studied	  with	  toy	  MC	  à	  one	  derives	  a	  p-‐
value	  that	  a	  value	  as	  small	  as	  the	  one	  observed	  in	  the	  data	  arises,	  under	  
the	  given	  assump$ons	  

•  Alterna$vely,	  one	  can	  bin	  the	  data,	  obtaining	  es$mated	  mean	  values	  of	  
entries	  per	  bin	  from	  the	  ML	  fit:	  	  
	  	  

	  
	  Then	  one	  can	  derive	  a	  χ2L	  sta$s$c	  using	  the	  ra$o	  of	  likelihoods	  	  

	  and	  compu$ng	  	  
	  	  
	  since	  in	  this	  case	  the	  laEer	  follows	  a	  χ2	  distribu$on.	  	  
	  	  
	  The	  quan$ty	  λ(ν)=L(n|ν)/L(n|n)	  differs	  from	  the	  likelihood	  func$on	  by	  a	  
normaliza$on	  factor,	  and	  can	  thus	  be	  used	  for	  both	  parameter	  es$ma$on	  
and	  Goodness	  of	  fit.	  
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Eye	  fivng:	  Sensi$vity	  to	  bumps	  
•  I	  will	  discuss	  the	  quan$fica$on	  of	  a	  signal’s	  significance	  later	  on.	  For	  now,	  

let	  us	  only	  deal	  with	  our	  percep$on	  of	  it.	  
•  In	  our	  daily	  job	  as	  par$cle	  physicists,	  we	  develop	  the	  skill	  of	  seeing	  bumps	  

–even	  where	  there	  aren’t	  any	  
•  It	  is	  quite	  important	  to	  realize	  a	  couple	  of	  things:	  

1)	  a	  likelihood	  fit	  is	  beEer	  than	  our	  eye	  at	  spovng	  these	  things	  à	  we	  should	  
avoid	  gevng	  enamoured	  with	  a	  bump,	  because	  we	  run	  the	  risk	  of	  fooling	  
ourselves	  by	  biasing	  our	  selec$on,	  thus	  making	  it	  impossible	  to	  correctly	  
es$mate	  the	  significance	  of	  a	  fluctua$on	  

2)	  we	  need	  to	  always	  account	  for	  the	  look-‐elsewhere	  effect	  before	  we	  even	  
caress	  the	  idea	  that	  what	  we	  are	  seeing	  is	  a	  real	  effect	  
	  -‐	  Note	  that,	  on	  the	  other	  hand,	  a	  theorist	  with	  a	  model	  in	  his	  or	  her	  pocket	  (e.g.	  one	  predic$ng	  a	  
specific	  mass)	  might	  not	  need	  to	  account	  for	  a	  LEE	  –	  we	  will	  discuss	  the	  issue	  later	  on	  

3)	  our	  eye	  is	  typically	  more	  likely	  to	  pick	  up	  a	  tenta$ve	  signal	  in	  some	  situa$ons	  
rather	  than	  others	  –	  see	  point	  one.	  	  

4)	  I	  will	  try	  a	  prac$cal	  demonstra$on	  of	  the	  above	  now.	  



Order	  by	  significance:	  

•  Assume	  the	  background	  is	  flat.	  
Order	  the	  three	  bumps	  below	  
in	  descending	  order	  of	  
significance	  (first=most	  
significant,	  last=least	  
significant)	  

•  Don’t	  try	  to	  act	  smart	  –	  I	  know	  
you	  can.	  I	  want	  you	  to	  examine	  
each	  histogram	  and	  decide	  
which	  would	  honestly	  get	  you	  
the	  most	  excited…	  

•  Let’s	  take	  stock.	  

A	  

C	  

B	  



Issues	  with	  eye-‐spovng	  of	  bumps	  
•  We	  tend	  to	  want	  all	  the	  data	  points	  to	  agree	  with	  our	  imagined	  bump	  hypothesis	  

–  easier	  for	  a	  few-‐bin	  bump	  than	  for	  a	  many-‐bin	  one	  
–  typical	  “eye-‐pleasing”	  size:	  a	  three-‐bin	  bump	  
–  We	  give	  more	  importance	  to	  outliers	  than	  needed	  

•  We	  usually	  forget	  to	  account	  for	  the	  mul$plicity	  of	  places	  where	  a	  bump	  could	  build	  up	  
(correctable	  part	  of	  Look-‐Elsewhere	  Effect)	  

•  In	  examples	  of	  previous	  page,	  all	  bumps	  had	  the	  same	  local	  significance	  (5	  sigma);	  
however,	  the	  most	  significant	  one	  is	  actually	  the	  widest	  one,	  if	  we	  specified	  in	  advance	  
the	  width	  of	  the	  signal	  we	  were	  looking	  for!	  That’s	  because	  of	  the	  smaller	  number	  of	  
places	  it	  could	  arise.	  

•  The	  nasty	  part:	  we	  always	  forget	  to	  account	  for	  the	  mul4plicity	  of	  histograms	  and	  
combina4ons	  of	  cuts	  we	  have	  inspected	  	  

–  this	  is	  usually	  impossible	  to	  correct	  for!	  
	  
•  The	  end	  result:	  before	  internal	  review,	  4-‐sigma	  effects	  happen	  about	  1000	  $mes	  more	  

frequently	  than	  they	  should.	  
	  
•  And	  some	  survive	  review	  and	  get	  published!	  Will	  make	  three	  examples	  from	  recent	  

prac$ce.	  



One	  example:	  the	  Girominium	  

•  CDF,	  circa	  2000	  

•  Tenta$ve	  resonance	  found	  in	  proton-‐
an$proton	  collisions.	  Fundamental	  state	  has	  
mass	  7.2	  GeV	  

•  Decays	  to	  muon	  pairs;	  hypothesized	  bound	  
state	  of	  scalar	  quarks	  with	  1-‐-‐	  proper$es	  

•  Narrow	  natural	  width	  à	  observable	  width	  
comparable	  to	  resolu$on	  

•  Significance:	  3.5σ	  

•  Issue:	  sta$s$cal	  fluctua$on,	  wide-‐context	  LEE	  

Status:	  DISPROVEN	   Phys.Rev.D72:092003,2005	  



Bump	  hun$ng:	  Wilks’	  theorem	  
•  A	  typical	  problem	  in	  HEP:	  test	  for	  the	  presence	  of	  a	  Gaussian	  signal	  on	  top	  of	  a	  

smooth	  background,	  using	  a	  fit	  to	  B(M)	  (H0:	  null	  hypothesis)	  and	  a	  fit	  to	  B(M)+S(M)	  
(H1:	  alterna$ve	  hypothesis)	  

•  This	  $me	  we	  have	  both	  H0	  and	  H1.	  One	  can	  thus	  easily	  derive	  the	  local	  significance	  
of	  a	  peak	  from	  the	  likelihood	  values	  resul$ng	  from	  fits	  to	  the	  two	  hypotheses.	  The	  
standard	  recipe	  uses	  Wilks’	  theorem:	  

–  get	  L0,	  L1	  
–  evaluate	  -‐2ΔLogL	  
–  Obtain	  p-‐value	  from	  probability	  that	  χ2(Νdof)>-‐2ΔLogL	  
–  Convert	  into	  number	  of	  sigma	  for	  Gaussian	  distribu$on	  using	  the	  inverse	  of	  the	  error	  func$on	  
–  Four	  lines	  of	  code	  !	  

•  Convergence	  of	  -‐2ΔlnL	  to	  χ2	  distribu$on	  is	  fast.	  But	  certain	  regularity	  condi$ons	  
need	  to	  hold!	  In	  par$cular,	  models	  need	  to	  be	  nested,	  and	  we	  need	  to	  be	  away	  
from	  a	  boundary	  in	  the	  parameter	  of	  interest.	  	  

–  In	  principle,	  allowing	  the	  mass	  of	  the	  unknown	  signal	  to	  vary	  in	  the	  fit	  violates	  the	  condi$ons	  
of	  Wilks’	  theorem,	  since	  for	  zero	  signal	  normaliza$on	  H0	  corresponds	  to	  any	  H1(M)	  (mass	  is	  
undefined	  under	  H0:	  it	  is	  a	  nuisance	  parameter	  present	  only	  in	  the	  alterna4ve	  hypothesis);	  	  

–  But	  it	  can	  be	  proven	  that	  approximately	  Wilks’	  theorem	  s$ll	  applies	  (see	  [Gross	  2010])	  
–  Typically	  one	  runs	  toys	  to	  check	  the	  distribu$on	  of	  p-‐values	  
–  but	  this	  is	  not	  always	  prac$cal	  

•  Upon	  obtaining	  the	  local	  significance	  of	  a	  bump,	  one	  needs	  to	  account	  for	  the	  
mul$plicity	  of	  places	  where	  the	  signal	  might	  have	  arisen	  by	  chance.	  

–  Is	  rule	  of	  thumb	  valid	  ?	  	  	  TF	  =	  (Mmax-‐Mmin)/σM	  



Second-‐order	  LEE	  
•  Besides	  the	  above	  discussed	  approximate	  methods	  to	  compute	  the	  trials	  factor,	  there	  are	  

prac$cal	  ways	  to	  overcome	  the	  LEE	  bias	  
•  The	  typical,	  sound	  recipe	  of	  the	  navigated	  HEP	  researcher	  to	  prevent	  the	  problem	  of	  LEE	  in	  

es$ma$ng	  significance:	  upon	  observing	  a	  signal,	  wait	  for	  a	  new	  set	  of	  data,	  freezing	  cuts	  
and	  the	  signal	  mass.	  

•  But	  care	  is	  s$ll	  required!	  In	  the	  fit	  to	  the	  second	  half	  of	  your	  data	  you	  cannot	  allow	  the	  
mass	  to	  float	  around,	  not	  even	  only	  “just	  a	  bit”,	  in	  the	  region	  where	  you	  spoEed	  the	  signal	  

•  In	  fact,	  there	  is	  a	  subtle,	  second-‐order	  LEE	  at	  work.	  The	  fiEer	  will	  “pick	  up”	  the	  noise	  
around	  the	  signal,	  biasing	  the	  signal	  normaliza$on	  and	  the	  corresponding	  significance	  to	  
be	  larger.	  This	  is	  connected	  with	  the	  linear	  growth	  of	  the	  trials	  factor	  with	  Z	  already	  
discussed.	  

•  Effect	  dubbed	  “Greedy	  bump	  bias”	  in	  [Dorigo	  2000].	  	  

Red:	  Ns	  vs	  Nb	  
Blue:	  N’s=2Ns	  vs	  N’b=4Nb	  


